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Ce rapport détaille les progrès scientifiques et les principales réalisations de la recherche financée par le Fonds Adelis pour la recherche en intelligence artificielle à l’université de Tel-Aviv, intitulée « Interaction entre optimisation et généralisation en apprentissage automatique moderne », au cours de la période allant du 1/10/2021 au 30/09/2022. 

[bookmark: _x24x0n32h37r]A. Vue d’ensemble du projet

Les algorithmes d’optimisation sont l’ossature de l’apprentissage automatique moderne. Toutefois, la réponse à la question « que ces algorithmes optimisent-ils ? » reste étonnamment insaisissable : l’objectif ultime de la généralisation (performance précise sur des données invisibles) est difficile à analyser, et les approches classiques reposent sur la théorie de la convergence uniforme pour simplifier le problème. Malheureusement, la convergence uniforme ne parvient manifestement pas à expliquer la généralisation à la fois en pratique (p. ex. pour des réseaux de neurones profonds), et dans des modèles théoriques simples (comme l’optimisation convexe stochastique). Par conséquent, malgré l’intérêt intense de recherche, la théorie existante fournit seulement une orientation limitée pour les décisions clés dans la conception de méthodes d’optimisation pour l’apprentissage automatique. Le but du projet résumé dans le présent rapport est d’arriver à une meilleure compréhension de la manière dont les degrés de libertés clés dans l’optimisation (tels que la taille des lots, le programme de vitesses d’apprentissage, les schémas de normalisation et les propriétés de la fonction objective) ont un impact sur la généralisation. 

[bookmark: _ibypcelh24vz]B. Résumé des résultats et des réalisations

1. Stabilité versus biais implicite des méthodes de gradient

Récemment, un axe de travail influent a mis l’accent sur les propriétés de généralisation des procédures d’apprentissage à base de gradient non systématisées appliquées à une classification linéaire séparable avec des fonctions de perte à queue exponentielle. La capacité de telles méthodes à bien généraliser a été attribuée à leur biais implicite en faveur des facteurs prédictifs à larges marges, à la fois asymptotiquement et en temps fini. Nous apportons une explication unifiée supplémentaire pour cette généralisation et établissons un lien avec deux propriétés simples de l’objectif d’optimisation que nous appelons réalisabilité et auto-bornitude. Nous introduisons un cadre général d’optimisation convexe stochastique sans contraintes avec ces propriétés, et nous analysons la généralisation des méthodes de gradient à travers le prisme de la stabilité algorithmique. Dans ce cadre plus large, nous obtenons des limites de stabilité précises pour la descente de gradient et la descente de gradient stochastique qui s’appliquent même à un très grand nombre de pas de gradient, et nous les utilisons pour dériver des limites de généralisation générales pour ces algorithmes. Enfin, à titre d’applications directes des limites générales, nous revenons sur le cadre de la classification linéaire avec des données séparables et nous établissons plusieurs limites de perte et de précision de test pour la descente de gradient et la descente de gradient stochastique pour une variété de fonctions de perte avec différents taux de décroissance de queue. Dans certains de ces cas, nos limites améliorent significativement les limites d’erreur de généralisation existantes dans la littérature.

Ce travail a été réalisé conjointement avec l’étudiant en Master of Science Matan Schliserman, et a été publié sous la forme d’un article dans les actes de la 35e Conference on Learning Theory (COLT 2022).


2. Stabilité uniforme pour optimisation de premier ordre

Nous envisageons le problème de la conception d’algorithmes d’optimisation de premier ordre stables pour la minimisation des risques empiriques. La stabilité uniforme est souvent utilisée pour obtenir des limites d’erreur de généralisation pour les algorithmes d’optimisation, et nous nous intéressons à une approche générale pour y parvenir. Pour la géométrie euclidienne, nous suggérons une conversation par une boîte noire qui, étant donné un algorithme d’optimisation lisse, produit une version uniformément stable de l’algorithme tout en maintenant son taux de convergence jusqu’aux facteurs logarithmiques. À l’aide de cette réduction, nous obtenons un algorithme pour une optimisation lisse avec une convergence (presque) optimale et des taux de stabilité uniformes, et nous résolvons par là un problème ouvert dans la littérature. Pour les géométries plus générales, nous développons une nouvelle variante de descente miroir pour l’optimisation lisse avec un compromis optimal entre la convergence et la stabilité, et nous laissons en suspens la question de la conception d’une méthode de conversion générale comme dans le cas de la géométrie euclidienne.

Ce travail a été réalisé conjointement avec l’étudiant en Master of Science Amit Attia, et a été publié sous la forme d’un article dans les actes de la 35e Conference on Learning Theory (COLT 2022).


3. Optimisation continue versus optimisation discrète

Les analyses existantes de l’optimisation en apprentissage profond, y compris son impact sur la généralisation, sont soit continues, axées sur le flux de gradient (ou des variantes de celui-ci), ou discrètes, traitant directement de la descente de gradient (ou de variantes de celle-ci). Le flux de gradient se prête à l’analyse théorique, mais est stylisé et néglige l’efficacité de calcul. La mesure dans laquelle il représente la descente de gradient est une question ouverte dans la théorie de l’apprentissage profond. Le travail en cours étudie cette question. En envisageant la descente de gradient comme une solution numérique approximative au problème de la valeur initiale du flux de gradient, nous trouvons que le degré d’approximation dépend de la courbure autour de la trajectoire du flux de gradient. Nous montrons ensuite que sur des réseaux de neurones profonds avec des activations homogènes, les trajectoires de flux de gradient bénéficient d’une courbure favorable, ce qui suggère qu’elles sont bien estimées par la descente de gradient. Ce résultat nous permet de traduire une analyse de flux de gradient sur des réseaux de neurones linéaires profonds en une garantie que la descente de gradient converge efficacement vers le minimum global presque certainement sous une initialisation aléatoire. Les expériences suggèrent que sur des réseaux de neurones profonds simples, la descente de gradient avec une taille de pas conventionnelle est en fait proche du flux de gradient. Nous émettons l’hypothèse que la théorie des flux de gradient élucidera les mystères derrière l’optimisation et la généralisation en apprentissage profond.

Ce travail a été réalisé conjointement avec l’étudiant en Master of Science Omer Elkabetz, et est paru sous la forme d’un article dans les actes de la 35e Neural Information Processing Systems conference (NeurIPS 2021).


4. Régularisation implicite dans la factorisation hiérarchique de tenseurs et les réseaux de neurones convolutifs profonds

Dans la recherche de l’explication de la régularisation implicite dans l’apprentissage profond, un accent important a été mis sur les factorisations de matrices et de tenseurs qui correspondent à des réseaux de neurones simplifiés. Il a été démontré que ces modèles présentent une régularisation implicite vers les faibles rangs de matrices et de tenseurs respectivement. En se rapprochant de l’apprentissage profond pratique, le travail en cours analyse théoriquement la régularisation implicite dans la factorisation hiérarchique de tenseurs, un modèle équivalent à certains réseaux de neurones convolutifs profonds. À travers le prisme des systèmes dynamiques, nous surmontons les difficultés associées à la hiérarchie, et établissons une régularisation implicite vers un faible rang de tenseur hiérarchique. Cela se traduit en une régularisation implicite vers la localité pour les réseaux convolutifs associés. Inspirés par notre théorie, nous concevons une régularisation explicite empêchant la localité, et démontrons sa capacité à améliorer la performance des réseaux convolutifs modernes sur des tâches non locales, à l’encontre de l’opinion communément admise selon laquelle des changements architecturaux sont nécessaires. Notre travail souligne le potentiel d’amélioration des réseaux de neurones par l’analyse théorique de leur régularisation implicite.
Ce travail a été réalisé conjointement avec les étudiants Noam Razin (étudiant en doctorat) et Asaf Maman (étudiant en Master of Science), et est paru sous la forme d’un article dans les actes de la 39e International Conference on Machine Learning (ICML 2022).


5. Optimisation distributionnellement robuste efficace

L’optimisation distributionnellement robuste (ODR) est un paradigme prometteur pour rendre l’apprentissage automatique plus robuste aux différences entre les données sur lesquelles le modèle est entraîné et les données sur lesquelles il est utilisé. Dans ce travail, nous développons et analysons de nouveaux algorithmes avec une complexité améliorée pour deux problèmes d’ODR largement étudiés : structure de groupe et divergence de f. Notre approche repose sur une méthode accélérée qui interroge un oracle d’optimisation de boule, c.-à-d. une sous-routine qui minimise l’objectif au sein d’une petite boule autour du point de requête. Notre contribution principale est l’implémentation de cet oracle pour des objectifs d’ODR. Les algorithmes obtenus améliorent substantiellement l’état de l’art antérieur lorsque le nombre d’exemples d’entraînement est grand et la précision de solution requise est élevée. 

Ce travail a été réalisé conjointement avec l’étudiante en Master of Science Danielle Hausler, et paraîtra sous la forme d’un article dans les actes de la 36e Neural Information Processing Systems conference (NeurIPS 2022).


6. Rendre l’algorithme Monteiro-Svaiter optimal et pratique

L’algorithme d’optimisation de Monteiro-Svaiter (MS) est un élément constitutif essentiel dans un nombre croissant de méthodes théoriquement efficaces, y compris la méthode d’accélération par oracle de boule mentionnée ci-dessus. Toutefois, la performance pratique de l’algorithme de MS laisse beaucoup à désirer, principalement parce que chaque itération nécessite de résoudre une équation implicite coûteuse. Dans ce travail, nous développons une nouvelle variante de l’algorithme de MS qui retire l’étape coûteuse et ne nécessite en outre aucun réglage manuel des paramètres algorithmiques. D’un point de vue théorique, pour tout p ≥ 2 nous améliorons la complexité de l’optimisation convexe avec la nième dérivée de p de Lipschitz par un facteur logarithmique, obtenant la meilleure garantie de convergence possible. D’un point de vue pratique, notre méthode surpasse significativement l’algorithme de MS d’origine ainsi que ses variantes et améliorations existantes. Une implémentation open source de notre algorithme a déjà été utilisée dans des travaux ultérieurs.

Ce travail a été réalisé conjointement avec l’étudiante en Master of Science Danielle Hausler, et paraîtra sous la forme d’un article dans les actes de la 36e Neural Information Processing Systems conference (NeurIPS 2022).
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