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Übergeordnete Lernziele
Computer Vision beschreibt den Prozess und die Techniken, die bei der Verwendung von Computern zur Gewinnung von Informationen aus Bildern oder Videos zum Einsatz kommen. Diese Informationen werden zur einfachen Objekterkennung, zur Empfehlung bestimmter Handlungen oder sogar zur Ausführung komplexer Aktionen, wie z. B. dem autonomen Fahren von Fahrzeugen, verwendet. Diese Fähigkeiten erweitern den Anwendungsbereich von Computern. Autonome Fahrzeuge, Qualitätskontrolle in der Produktion und Gesichtserkennung sind nur einige wenige Beispiele für die Möglichkeiten von Computer Vision. Jeden Tag entdecken mehr und mehr Unternehmen neue Anwendungsbereiche für Computer Vision, wodurch dieses Forschungsfeld immer attraktiver wird. Dieses Studienskript stellt Ihnen die grundlegenden Prinzipien und Technologien vor, die in moderner Computer Vision verwendet werden.
Einführung in Computer Vision behandelt die wichtigsten Fakten und Schlüsselkonzepte rund um die Bilderfassung sowohl beim menschlichen Auge als auch bei technischen Systemen. Dabei lernen Sie, die Bedeutung der Filterung in der Bildverarbeitung und deren praktische Anwendungen zu beschreiben. Wir werden die Funktion von Low-Level-Merkmalen, wie Kanten oder markanten Punkten, bei der Bildverarbeitung betrachten. Sie lernen auch, wie Deep-Learning-Methoden erfolgreich bei High-Level-Sehaufgaben eingesetzt werden. Schließlich werden in diesem Studienskript die Besonderheiten der Videobearbeitung erläutert und es wird gezeigt, wie gängige Probleme bei der Interpretation von Videomaterial gelöst werden können. 
Lektion 1 – Grundlagen des Sehens

Lernziele

Nach dem Abschluss dieser Lektion werden Sie...

... verstehen, wie das menschliche visuelle System funktioniert.
... beschreiben können, wie eine Kamera eine Szene einfängt und sie in ein Bild umwandelt.
... in der Lage sein, eine Szene in einem digitalen Bild durch Zahlen darstellen. 

1. Grundlagen des Sehens
Aus der Praxis
Sie beschäftigen sich mit Computer Vision und möchten Ihren Computer trainieren, die Nummern von Spielkarten zu erkennen, die auf Ihrem Schreibtisch liegen. Für einen Menschen ist dies eine scheinbar sehr einfache Aufgabe, aber für einen Computer beinhaltet sie mehrere Aspekte. 
Zuerst gestalten Sie die Situation - Spielkarten auf Ihrem Schreibtisch - mit den Zahlen nach oben. Sie erkennen sofort, was Sie vor sich haben, aber einem Computer muss man es zunächst beibringen. Computer sind superschnell und verarbeiten Hunderte von Millionen von Nullen und Einsen pro Sekunde. Sie wissen wahrscheinlich schon, dass Bilder durch Pixel dargestellt werden und dass jedes Pixel einen numerischen Wert hat. Zum Beispiel hat eine 12-MP-Kamera insgesamt 12 Millionen Pixel. 
Die meisten Smartphones können Farbbilder aufnehmen. Machen Sie mit Ihrem Smartphone ein Foto von den Karten auf Ihrem Schreibtisch. Danach laden Sie das Bild auf Ihren Computer hoch, installieren Python und die Bibliothek OpenCV-python und lesen das Bild in eine Variable ein. 
Sehen Sie sich die Variable genau an, um die Darstellung des Bildes besser zu verstehen. Das Ergebnis ist ein 3-dimensionales Array. Unabhängig von den Farben auf der Karte repräsentiert jede Dimension eine der Farben rot blau und grün. Der Ort eines jeden Pixels wird durch je eine x- und eine y-Koordinate angegeben. Zu jedem Pixel gehören drei numerische Werte, die seine genaue Farbe definieren. 	Comment by manuela: Ausgangstext irreführend









[bookmark: _Toc221687482]1.1 Das menschliche visuelle System
Das menschliche visuelle System besteht aus folgenden Komponenten: Hornhaut, Linse, Netzhaut, Sehnerv und Pupille, wie in der folgenden Abbildung dargestellt. Der visuelle Kortex befindet sich im Gehirn und verarbeitet die vom Auge erfassten Informationen. (Rill et al., 2014).	Comment by manuela: m. E. gehört ein Punkt hinter et al., oder?

Das menschliche Auge	Comment by Kiviniemi, Leena: Please only translate graphics in the separate graphics template, not in the translated document. 

[image: ]Hornhaut

Quelle: Basierend auf Erin Silversmith (2019) CC BY-SA 3.0. https://commons.wikimedia.org/wiki/File:Human_eye_cross_section_detached_retina.svg 	Comment by manuela: M. E. ist das Bild viel zu wenig detailliert für die nachfolgende Beschreibung. Viele der erwähnten Bauteile sind überhaupt nicht beschriftet und es ist daher schwer, dem Text zu folgen.

Der erste Schritt im optischen System ist die Erzeugung eines Bildes auf der Netzhaut. Der Aufbau und die Funktionsweise von Hornhaut, Linse, Sehnerv und Pupille sind komplex und werden im Folgenden beschrieben:
Hornhaut
Die harte weiße Haut an der Außenseite des Augapfels wird als Lederhaut (Sklera) bezeichnet. Die äußere durchsichtige Schicht an der Vorderseite des Auges ist die Hornhaut, die eine Fortsetzung der Sklera bildet. Diese transparente Hülle besteht hauptsächlich aus fein miteinander verwobenen Kollagenfasern. Der dünne Tränenfilm, der den äußeren Teil der Hornhaut bedeckt und für gleichmäßige Lichtbrechung sorgt, wird durch das gelegentliche Schließen des Augenlids aufrechterhalten. Die auftretenden Unterschiede im Tränenfilm führen zu Streuungen und geringfügigen Veränderungen der visuellen Anpassungsfähigkeit. Die Dicke der Hornhaut beträgt 0,5 - 0,6 mm.	Comment by manuela: Weder ist die Sklera auf dem Bild beschriftet, noch ist sie weiß	Comment by manuela: genaue Aussage Ausgangstext unklar
Pupille
Die Pupille hat im menschlichen visuellen System zwei Aufgaben. Erstens begrenzt sie die Lichtmenge, die die Netzhaut erreicht, zweitens ist sie für die Veränderung der Blendengröße im Abbildungssystems des menschlichen Auges verantwortlich. Eine größere Pupillenerweiterung führt aufgrund von Abbildungsfehlern und der Beugung im Auge nicht unbedingt zu einer besseren Bildqualität. Die Größe der Pupille ist nicht genau festgelegt, aber für die notwendige räumliche Wahrnehmung des Menschen variiert ihr Durchmesser üblicherweise zwischen 2 und 8 mm. Die Pupille, die als Blende dient, liegt zwischen Linse und Hornhaut, so dass eine Veränderung der Pupillengröße das Sehfeld nicht beeinflusst. 	Comment by manuela: Wer erstens sagt, muss auch zweitens sagen...	Comment by manuela: Habe "notwendige räumliche Frequenzen" sehr frei übersetzt, weil ich nicht verstehe, was das sein soll.
Linse
Die Linse befindet sich unmittelbar hinter der Iris. Zur Veranschaulichung dient obige Abbildung. Der Brechwert der Linse wird in Dioptrien gemessen. Eine Dioptrie ist eine Maßeinheit für die Vergrößerungsstärke einer Linse. Dioptrien sind proportional zu eins geteilt durch die Brennweite. Die Brennweite ist der Abstand zwischen Linse und Sehgrube (Fovea centralis). Eine entspannte Linse hat einen Brechwert von 20 Dioptrien. Bei voller Akkommodation hat die Linse hingegen einen Brechwert von 30 Dioptrien. Akkommodation ist die Anpassung der Brechkraft, damit sowohl nahe als auch ferne Gegenstände vom Auge fokussiert und scharfgestellt werden können. Die Linse wird an ihrem Außenrand von Zonulafasern gehalten, die mit dem Ziliarkörper verbunden sind. Die Kontraktion der Ziliarmuskeln im Ziliarkörper führt zu einer Entspannung der Zonulafasern. Dadurch nimmt die Krümmung der Linse zu, so dass das Auge auf nähere Objekte fokussieren kann. Durch Entspannung der Ziliarmuskeln nimmt die Spannung der Zonulafasern zu, weshalb die Linse abgeflacht wird und das Auge auf weit entfernte Dinge fokussieren kann. Die Fähigkeit der Linse, ihre Form zu verändern, nimmt mit zunehmenden Alter ab, da die Linse dann zur Verhärtung neigt. Eine Kombination aus linsen- und nichtlinsenbedingten Faktoren, wie z. B. Linsenvergrößerung, Alterung der Ziliarmuskeln oder auch Veränderungen an den Ansatzpunkten der Zonulafasern, kann zu einem Zustand führen, der als „Presbyopie“ bezeichnet wird und den Verlust der Akkommodationsfähigkeit bedeutet.	Comment by manuela: Die Fovea ist auf der Abbildung nicht dargestellt.	Comment by manuela: Presbyopie = Altersweitsichtigkeit; ggf. ergänzen
Die Linse besteht aus mehreren Schichten langer Linsenfasern, die vom Rand ausgehen und zu den Linsenpolen hin gestreckt sind. Die in der Linse befindlichen kristallinen Schichten wachsen im Laufe des Lebens kontinuierlich weiter, wodurch die Linse altert. Die sich entwickelnden Nahtmuster tragen zur Entstehung einer kristallinen Linse bei, deren Brechungsindex einen gradientenförmigen Verlauf aufweist. Bei einfacheren Linsen werden die Gradienten des Brechungsindex mit Hilfe von sphärischen Fischaugenlinsen und durchschnittlichen optischen Linsen bestimmt. Der genaue Gradientenverlauf des menschlichen Auges ist unbekannt. Der Index hat jedoch in der Mitte mit 1,415 seinen Höchstwert und sinkt zunächst langsam und dann in der Nähe der Oberfläche schnell auf einen Wert von etwa 1,37. (Atchison & Thibos, 2016). Es wurde eine allmähliche Abnahme der Fähigkeit von Linsen beobachtet, unterschiedliche Objektabstände zu berücksichtigen. Beim Menschen nimmt die Fähigkeit zur Akkommodation ab und geht mit etwa 60 Lebensjahren verloren.	Comment by manuela: Verstehe Ausgangstext nicht. Fischlinsen gibt es nicht im Deutschen, Fischaugenlinsen schon.	Comment by manuela: Im Prinzip Wiederholung	Comment by manuela: Hätte das inhaltlich eher nach vor dem Gradiententhema erwartet	Comment by Kiviniemi, Leena: For all side notes, please identify the coordinating term in the body of the text using bold. Akkommodation
Akkommodation bezeichnet die automatische Anpassung des Auges, die es ermöglicht, in verschiedenen Entfernungen zu sehen, und wird in erster Linie durch Veränderungen der Konvexität der Augenlinse erreicht

Weitere Bauteile des Auges
Die undurchsichtige, faserige und schützende äußere Schicht des Auges ist als Sklera bekannt. Sie steht in ständiger und direkter Verbindung mit der Hornhaut auf der Vorderseite und der Hülle, die den Sehnerv umgibt, auf der Rückseite. Das lichtempfindliche Nervengewebe des Auges wird als Netzhaut bezeichnet. Sie wandelt die Bilder aus dem optischen System des Auges in elektrische Impulse um und leitet sie über den Sehnerv an das Gehirn weiter, wo sie in interpretiert, d. h. gesehen werden. Es handelt sich um eine dünne membranartige Innenschicht, die aus zwei Zellarten besteht: Zapfen und Stäbchen. Nur im Bereich des blinden Flecks sind keine Zapfen und Stäbchen vorhanden, weil dort der Sehnerv das Auge verlässt. Zapfen sind lichtempfindliche Rezeptorzellen der Netzhaut, die das Sehen bei Tageslicht und die Farbdifferenzierung ermöglichen. Stäbchen sind spezialisierte Rezeptorzellen der Netzhaut, die lichtempfindlich sind und für das Sehen bei Nacht zuständig sind, aber keine Farben erkennen. Außerdem sind die Stäbchen wichtig für das periphere Sehen und für die Erzeugung von Kontrast.	Comment by manuela: Wiederholung
Fragen zur Selbstkontrolle

Bitte wählen Sie die richtige(n) Aussage(n) aus.
· Die Akkommodation des menschlichen visuellen Systems verändert sich im Laufe der Jahre.
· Das menschliche Auge kann den Fokus zwischen nahen und fernen Objekten wechseln.
·  Die Stäbchen sind notwendig, um Farbinformationen zu erhalten.

1.2 Loch- und Objektivkameras
Das Wort Kamera leitet sich von dem lateinischen Wort camera obscura ab und bedeutet übersetzt dunkle Kammer. Eine altertümliche Camera obscura ist ein dunkler Raum mit einer Öffnung. Das Licht fällt durch die Öffnung und die Szene davor wird an der Rückseite auf eine flache Oberfläche projiziert. Die Erscheinungsform der modernen Fotokameras wurde aus der Camera obscura weiterentwickelt. 	Comment by manuela: Ausgangstext unklar
Lochkameras
Die Erklärung basiert auf Lord Rayleigh Sec. (1891). Ein Kasten mit einer Öffnung an einer Seite, die auf eine gut beleuchtete Szene gerichtet ist, wird als Lochkamera bezeichnet. Die Szene wird umgedreht auf die gegenüberliegende Rückseite des Kastens projiziert: Was oben ist, kommt nach unten und was rechts ist, kommt nach links. Der Seitenwechsel wird dadurch erzeugt, dass Licht sich immer geradlinig fortbewegt. Das Licht verläuft vom oberen Rand der Szene zur unteren Linie der Projektion und vom unteren Rand der Szene zum oberen Rand der Projektion. Die Bezeichnung „Kamera„ klingt, als handelte es sich um ein so kleines Gerät wie die Kameras des einundzwanzigsten Jahrhunderts. Tatsächlich waren in früheren Jahrhunderten die meisten Kameras sehr groß. Obwohl sie die Bezeichnung Kamera hatten, wurde erst zu Beginn des zwanzigsten Jahrhunderts die Technik erfunden, um reproduzierbare und dauerhafte Bilder aufzunehmen. Die folgende Abbildung zeigt, wie Lochkameras ein Bild horizontal und vertikal spiegeln. 
Lochkamera 
[image: ]
Quelle: Basierend auf Olaf Peters, (2020). CC BY-SA 4.0
Der größte Vorteil von Lochkameras ist ihre Einfachheit. Da sie für ihre Funktion keine Linsen benötigen, sind sie relativ kostengünstig und in vielen verschiedenen Größen herstellbar. Wenn sie klein und unauffällig sind, können Lochkameras in einer Vielzahl von Gegenständen wie Kopfhörern, Glasrahmen oder sogar Stiften versteckt werden. Dieser entscheidende Vorteil der Form- und Größenflexibilität führt dazu, dass viele moderne Lochkameras vor allem für Überwachungszwecke zum Einsatz kommen. Aufgrund ihrer unauffälligen Erscheinung sind die Geräte perfekt geeignet für die diskrete Aufnahme von Videos und Bildern aus nächster Nähe. Die Hauptnachteile von Lochkameras sind, dass man sie nicht zur Aufnahme bewegter Objekte verwenden kann und dass das erhaltene Bild in der Regel recht unscharf ist. Daraus können keine Detailinformationen gewonnen werden.
Lochkamera 
Diese einfache Kamera spiegelt Bilder sowohl auf der horizontalen als auch auf der vertikalen Achse. 

Objektivkamera
Gemäß Szeliski (2022), sind Kameras optische Apparate, die dazu verwendet werden, Szenen als Bilder einzufangen. Auf einem grundlegenden Niveau besteht eine Kamera aus einer abgeschlossenen Kiste, genannt Kameragehäuse, mit einer als Blende bezeichneten Öffnung, die Licht einlässt, sowie einer lichtempfindlichen Oberfläche, die die Szene aufnimmt. Um den Lichteinfall auf die lichtempfindliche Oberfläche zu steuern, verfügen Kameras über eine Vielzahl von Mechanismen. Sie verwenden eine oder mehrere Linsen, die das eintretende Licht bündeln, das vom aufgenommenen Objekt kommt. Normale Objektivkameras erfassen Licht aus dem sichtbaren Spektrum, während Spezialkameras auch Licht aus anderen Bereichen des elektromagnetischen Spektrums, z. B. Infrarot, aufnehmen können. Alle Kameras sind gleich aufgebaut: Für den Lichteinfall befinden sich positive/negative Meniskus- oder bikonvexe und bikonkave Linsen in einem geschlossenen Gehäuse, in dem das Bild mit einem lichtempfindlichen Medium, dem Sensor, aufgenommen wird. Die folgende Abbildung zeigt eine Kombination aus unterschiedlich geformten Linsen, wobei das Licht von links in die Kamera fällt. Auf der rechten Seite der Abbildung befindet sich der Sensor. Die Linsen sind dafür zuständig, das Licht von Objekten einzufangen und auf den Sensor zu bündeln.
Kameraobjektiv mit verschiedenen Linsen
[image: ]
Quelle: Tamasflex, (2010). CC BY-SA 3.0.

Die Blende steuert die Helligkeit. Als Nebeneffekt wird die Schärfentiefe durch die Blendenöffnung beeinflusst. Die Blendenöffnung f/8 entspricht zum Beispiel der Brennweite f und dem Blendendurchmesser d=8. Es handelt sich also um eine Kombination aus Brennweite und Durchmesser. Die Brennweite f ergibt sich aus dem Abstand zwischen der Hauptabbildungsebene und dem Bildsensor. Der Verschlussmechanismus steuert die Dauer des Lichteinfalls in die Kamera. Viele Kameras verfügen über eine Sucherfunktion, mit der die aufgenommenen Fotos geordnet nach den eingestellten Kombinationen von Verschlusszeit, Blendenöffnung und Fokus anzeigt werden können. Die ISO-Empfindlichkeit gibt an, wie lichtempfindlich der Sensor ist. Unterschiedliche Blendenöffnungen, Verschlusszeiten und ISO-Empfindlichkeiten ergeben unterschiedliche Bildqualitäten und Nebeneffekte. Die folgende Abbildung zeigt einige der Nebeneffekte sowie einen Überblick darüber, wie die verschiedenen Kameramechanismen das erzeugte Bild beeinflussen.	Comment by manuela: Ist das sachlich richtig? Die Zahl wird gemäß der Abbildung unten mit zumehmender Blendenöffnung kleiner. Wie kann sie dann den Durchmesser bezeichnen?	Comment by manuela: Ausgangstext unklar. Was ist mit "it" gemeint?

Kameramechanismen und Bildeinfluss	Comment by manuela: Oder doch eher "Einfluss der Kameramechanismen auf die Bildqualität"?
[image: ]
Quelle: JeanBizHertzberg (2022). CC BY-SA 4.0.
Die Fotoqualität hängt von der Konstruktion und Fertigung des Objektivs ab. Im 19. Jahrhundert brachten technologische Innovationen die Herstellung von optischem Glas und die Entwicklung von Linsen einen großen Schritt voran. Mit dem Wandel zu modernen Herstellungsprozessen wurde eine breite Palette optischer Instrumente wie Teleskope und Mikroskope entwickelt. Kameraobjektive werden in verschiedenen Brennweiten gebaut, z. B. Standard- und mittlere Teleobjektive und extreme Weitwinkelobjektive. Der Grund für die Beliebtheit von extremen Weitwinkelobjektiven ist ihr großes Blickfeld. Damit ist es möglich, große Objekte, wie beispielsweise einen Berg, aus nächster Nähe aufzunehmen. Standardobjektive werden so ausgewählt, dass sie eine große Blendenöffnung haben, die es ermöglicht, Dokumentations- und Straßenaufnahmen anzufertigen. Sie eignen sich besonders deshalb für diesen Zweck, weil sie den gleichen Blickwinkel haben wie das menschliche Auge. Teleobjektive sind hilfreich bei Wildtier- und Sportaufnahmen.
Die folgenden beiden Abbildungen verdeutlichen den Unterschied zwischen einem engen und einem weiten Blickwinkel. Der dicke schwarze Strich stellt den Bildsensor in einer Kamera dar, und der Punkt, an dem sich die beiden dünnen schwarzen Linien treffen, ist die Position des Objektivs. Der untere Teil jeder Abbildung zeigt die Brennweite. Ein enger Blickwinkel eine lange Brennweite machen die Kamera empfindlich und verursachen leicht Verwacklungen und Unschärfen in den aufgenommenen Bildern. Der weite Blickwinkel hat eine kurze Brennweite.
Enger Blickwinkel einer Kamera
[image: ]
Quelle: Discoboy, (2011). CC0 1.0 

Weiter Blickwinkel einer Kamera
[image: ]
Quelle: Discoboy (2011). CC0 1.0 
Fragen zur Selbstkontrolle
Bitte wählen Sie die richtige(n) Aussage(n) aus.
· Eine kurze Brennweite ergibt einen großen Blickwinkel.
· Eine lange Brennweite ergibt einen großen Blickwinkel.
· Eine lange Brennweite ergibt einen engen Blickwinkel.

1.3 Bildsensoren
Digitale Bildsensoren wandeln die Lichtstrahlen in elektrische Signale um. Anschließend wird die Aufnahme mit numerischen Werten interpretiert und mit Hilfe der Rechenleistung eines Computers verarbeitet. Die beiden bekanntesten Arten von Bildsensoren, die heutzutage für die Aufnahme von Videos und Bildern verwendet werden, sind CCD (charge-coupled device) und CMOS (complementary metal oxide on silicon). Dieses Studienskript konzentriert sich auf CMOS-Sensoren (Szeliski 2022).
 Die meisten Digitalkameras verwenden heutzutage eine Standardkonfiguration. Ein Lichtempfänger für jedes Pixel absorbiert das Licht für das gesamte Farbspektrum, das sich aus den Farben Rot, Grün und Blau (RGB) zusammensetzt. Oben auf dem Pixelarray befindet sich eine 2D-Bayer-Anordnung von RGB-Farbfiltern. Nach dem Filtern wird die Bayer-Interpolation (Demosaicing) angewendet, um aus drei Farben eine einzige zu interpolieren. Die Abbildung unten zeigt ein Beispiel. Die linke Abbildung zeigt das Bild vor dem Demosaicing, die rechte Abbildung zeigt das Bild nach dem Demosaicing.	Comment by manuela: M.E. sachlich nicht richtig. Nach dem Filtern kann eigentlich nur noch eine Farbe ankommen	Comment by manuela: M.E. nicht so ganz korrekt erklärt. Durch den Filter hat jedes Pixel nur Helligkeitsinfos über eine einzelne Grundfarbe. Daher müssen für jedes Pixel die fehlenden Grundfarbenanteile aus den benachbarten Pixeln interpoliert werden, (siehe Bayer-Sensor, Wikipedia)
Demosaicing 
wird angewendet, um für jedes Pixel aus den drei Farben eine einzige zu interpolieren.

Demosaicing eines Rohbildes
[image: ]
Quelle: Basierend auf: MikeRun (2019). CC BY-SA 4.0. 
Die konkrete Farbanordnung im Filter sieht so aus, dass er ein Viertel blaue, zwei Viertel grüne und ein Viertel rote Farbfilter enthält. Diese Anordnung wurde von dem Entwickler Bryce Bayer (1976) aufgrund der Tatsache festgelegt, dass das menschliche Tagessehen für blaue und rote Details weniger empfindlich ist als für grüne. Daher kommen grüne Quadrate doppelt so häufig vor wie blaue oder rote. Die jeweilige Anordnung ist nach einem 2x2-Ausschnitt des Filters benannt, nämlich BGGR (blau-grün-grün-rot). 
Bayer-Muster und zugehörige Filter
[image: ]
Quelle: Cburnett (2006). CC BY-SA 3.0. 

Bayer-Muster und Bildsensor
[image: ]
Quelle: Welleman (2008). CC BY-SA 2.3.
Wenn Licht auf die Fotodiode im Bildsensor trifft, wird das Bild in elektronische Signale umgewandelt und an verschiedene interne Bauteile weitergeleitet: Kondensator, Verstärker, serielles Schieberegister und ADC (Analog-Digital-Wandler). Dort wird das analoge Signal in ein digitales umgewandelt. Durch diese Umwandlungen werden aus Spannungssignalen binäre Werte, die weiterverarbeitet und gespeichert werden können.
Bildsensoren gibt es in vielen Varianten, ein bekanntes Beispiel ist der CMOS-Bildsensor (Complementary Metal Oxide Semiconductor). Der Hauptvorteil dieses Sensors besteht darin, dass er die individuelle Ablesung jedes einzelnen Pixels ermöglicht. In der Praxis geschieht dies Zeile für Zeile. Daher können diese Bildsensoren in winzigen Größen eingesetzt werden, so dass sie in Smartphones, Camcordern und vielen anderen tragbaren Geräten zur Anwendung kommen. Obwohl noch viele weitere Bildsensoren entwickelt wurden, basieren die meisten von ihnen auf CMOS. Ein Beispiel für solche Technologie-Innovationen sind Sensoren mit rückwärtiger Belichtung. Die Leistung dieser Art Bildsensoren ist deutlich besser, da sie eine erhöhte Lichtmenge aufnehmen können. Viele Komponenten haben große Bedeutung für das Funktionieren eines Bildgebungssystems. Es ist jedoch festzustellen, dass die Bildsensoren möglicherweise die wichtigste Rolle spielen.
Denn, kurz gesagt, der Bildsensor empfängt Licht und wandelt es in numerische Werte um. Die meisten Computer-Vision-Bibliotheken arbeiten mit 3-dimensionalen Arrays für farbige Bilder. Jede Dimension repräsentiert eine der Farben rot, blau und grün (RGB). Zu jedem Pixel gehören drei numerische Werte jeweils innerhalb des Bereichs zwischen 0 und 255. Der numerische Wert sagt aus, welche Intensität eine Farbe hat.	Comment by Manuela Stühn: Satz klingt seltsam an dieser Stelle. Könnte man vielleicht weglassen.
Die Abbildung unten illustriert die Kombinationen verschiedener Farben als RGB-Codes. Die erste Darstellung zeigt den RGB-Würfel mit den Farben und RGB-Codes, die an den Ecken auftreten. Die zweite Darstellung zeigt die Farbübergänge am RGB-Würfel außerhalb der Ecken.
Zum Beispiel hat ein schwarzer Pixel den RGB-Code (0,0,0) und ein weißer (255,255,255).
RGB-Würfel
[image: ]
Quelle: Ntozis (2006). CC BY-SA 3.0.


RGB-Würfel - Mischfarben
[image: ]
Quelle: SharkD (2008). CC BY-SA 4.0.
Im Gegensatz zu farbigen Bildern bestehen Graustufenbilder aus einem 1-dimensionalen Array. Der Einfachheit halber bezieht sich das folgende Beispiel auf Graustufenbilder. Schauen wir uns die Darstellung eines Bildes in numerischen Werten einmal genauer an. Die bekannteste Aufgabe für Computer Vision ist der MNIST-Datensatz (Deng, 2012), der aus handgeschriebenen Zahlen in Graustufen besteht. Die folgende Abbildung zeigt einen Ausschnitt aus diesem Datensatz.
Ausschnitt aus dem MNIST-Datensatz
[image: ]
Quelle: Josef Steppan (2017). CC BY-SA 4.0.
Nimmt man die Graustufennummer neun der rechten unteren Ecke und konzentriert sich auf den Kreis im oberen Teil, so ergibt sich das folgende Array. Es ist deutlich zu sehen, dass die weißen Pixel den Wert 255 und die schwarzen Pixel den Wert 0 haben. Je näher der Zahlenwert bei 0 liegt, desto dunkler ist das Grau. Je näher der Zahlenwert bei 255 liegt, desto heller ist das Grau. Die nächste Abbildung zeigt die Pixelwerte der übernächsten Abbildung.
Beispiel-Array für den Kreis der Zahl Neun in Graustufen
[image: ]
Quelle: Matthias Gruber, 2022.
Der Kreis der Zahl Neun in Graustufen
[image: ]

Quelle: Basierend auf Josef Steppan (2017). CC BY-SA 4.0.
Fragen zur Selbstkontrolle
 Beschreiben Sie den Unterschied in der numerischen Darstellung zwischen einem Farb- und einem Graustufenbild.	Comment by manuela: Ergänzung
Ein Graustufenbild ist ein 1-dimensionales Array, ein Farbbild ist ein 3-dimensionales Array.
Zusammenfassung
Das Sehen ist die grundlegendste und wichtigste Sinneswahrnehmung des Menschen. Zunächst konnten unsere Vorfahren nur mit ihrem eigenen Sehsystem Bilder erfassen. Später im Lauf der Geschichte kamen technische Sensoren hinzu, mit denen Szenen permanent festgehalten werden konnten. Hunderte von Jahren der Forschung und Entwicklung haben uns an den Punkt gebracht, an dem ein Computer sehen, Objekte erkennen und auf der Grundlage dieser Informationen Handlungen empfehlen kann. Die Umwandlung von Licht in elektrische Impulse und deren anschließende Übertragung in numerische Werte sind die Grundlage für Computer Vision. Sobald eine Szene in einem Array erfasst wurde, ist sie für das menschliche Auge nicht mehr interpretierbar. Dafür aber von Computern, deren Stärke die Verarbeitung numerischer Daten ist. Kurz gesagt, besteht Computer Vision aus numerischen Operationen, bei denen nach Ähnlichkeiten und Unterschieden gesucht wird. 







Lektion 2 - Bildfilterung


Lernziele

Nach dem Abschluss dieser Lektion werden Sie...

... erklären können, warum Techniken der Bildfilterung für Computer Vision notwendig sind.
... einen kurzen Überblick über verschiedene Methoden der Bildfilterung gewonnen haben.
... bestimmen können, wann welcher Filter angewendet wird.


2. Bildfilterung
Aus der Praxis
Sie möchten Ihren Computer trainieren, den Wert und die Farbe von Spielkarten auf Ihrem Schreibtisch vorherzusagen.
Machen Sie mit Ihrem Smartphone ein Foto von den Karten auf Ihrem Schreibtisch. Danach laden Sie das Bild auf Ihren Computer hoch, installieren Python und die Bibliothek OpenCV-python und lesen das Bild in eine Variable ein. 
Ein Computer kann Spielkarten einordnen, aber Sie müssen die Bilder verarbeiten. Für die Erkennung des Werts und des Symbols von Spielkarten sind die Farbe und der Hintergrund des Bildes nicht von Bedeutung. Holen Sie sich ein paar Spielkarten, legen Sie sie auf Ihren Schreibtisch, machen Sie ein Foto mit Ihrem Handy und laden Sie das Foto auf Ihren Computer hoch. Laden Sie OpenCV-python herunter, installieren Sie es und lesen Sie das Bild in eine Variable ein. Wandeln Sie das Farbbild in ein Schwarz-Weiß-Bild um. Wenden Sie verschiedene Filter an und untersuchen Sie deren Wirkung. Wählen Sie einen Filter, der den Wert und das Symbol erkennen lässt. Vorsicht: Eine Änderung des Kamerawinkels, der Lichtverhältnisse im Raum usw. führt zu unterschiedlichen Ergebnissen.	Comment by manuela: Eigentlich sind "4 suits" = "4 Farben" in einem Kartenspiel, aber der Satz klingt dann sehr merkwürdig (für die Erkennung der Farbe ist die Farbe egal), Daher Verwendung von "Symbol" für "suit"	Comment by manuela: Repetition	Comment by manuela: Repetition
2.1 Lineare verschiebungsinvariante Systeme, Faltungen und die Punktspreizfunktion
Fast alle Lösungen in Computer Vision beginnen mit der Verarbeitung der Eingangsdaten, z. B. dem Herausfiltern von Rauschen. Bildfilterung verbessert die Bildqualität. Ähnlich wie ein Verstärker das Rauschen bei Audiodaten verringert, können unscharfe Bilder mit Filtertechniken nachbearbeitet werden. Es gibt zwei Arten von Filtertechniken: lineare und nichtlineare. Eine durch Faltung erzielte Filterung wird als linear bezeichnet. Lineare Filter sind intuitiv interpretierbar. Nichtlineare Filter geben ihre Informationen als nichtlineare Funktionen aus; die Ergebnisse variieren daher auf nicht-intuitive Weise. (Davies, 2018); und (Szeliski, 2022).
Wir wollen das Bild mit Techniken wie z. B. Bildsegmentierung und Kantenerkennung bearbeiten. Aber zuerst müssen wir das Rauschen, unerwünschte Schatten usw. entfernen. Dabei ist der Medianfilter der effektivste nichtlineare Filteralgorithmus, um Salz- und Pfeffer-Rauschen zu finden und zu beseitigen. Das Salz- und Pfeffer-Rauschen wird durch scharfe und plötzliche Störungen im Bildsignal verursacht. Die resultierenden Bildpunkte sind entweder schwarz oder weiß.
Ein Medianfilter behält die Kanten eines Bildes bei und entfernt das Rauschen. Diese Funktionalität ist der Hauptgrund für seine breite Verwendung, weil sie dabei hilft, die Bilddetails zu erhalten. Der Algorithmus fokussiert sich auf die verrauschten Pixel. Danach wenden wir den Basis-Medianfilter nur auf die nicht verrauschten Pixel an. Wir müssen für einen bestimmten Zweck den richtigen Filter auswählen. 	Comment by Manuela Stühn: Bedeutung Ausgangstext unklar. Satz passt nicht zu vorherigem Inhalt.

Wenn zum Beispiel das Eingangsbild niedrigfrequentes Rauschen mit hoher Amplitude aufweist, werden wir nichtlineare Filter anwenden, bei hochfrequentem Rauschen mit geringer Amplitude ist jedoch ein linearer Tiefpassfilter ausreichend. Lineare Filter werden vor allem wegen ihres einfachen und schnellen Ansprechverhaltens verwendet. Im Unterschied zu nichtlinearen Filtern wenden lineare Filter ihre Algorithmen auf Nachbarpixel an. Zur Identifizierung von Nachbarpixeln werden die Pixel-Positionen mit Kennzeichnungen versehen, die sich auf das Eingangspixel beziehen. Die für die lineare Filterung verwendeten Algorithmen sind Gauß-, Bilateraler, Box-Blur- und Von-Hann-Fenster-Algorithmus. (Davies, 2018); und (Szeliski, 2022).	Comment by manuela: Suchbegriff "Bilateraler Filter" in Google ergibt als obersten Treffer: "Ein bilateraler Filter ist ein nichtlinearer Filter, der in der Computergrafik und Bildverarbeitung eingesetzt wird, um Bilder weichzuzeichnen, ..." (Wikipedia)
Die Abbildung unten zeigt ein Beispiel für Salz- und Pfeffer-Rauschen. Die linke Darstellung ist das Originalfoto von Sirius dem König, die rechte enthält Salz- und Pfeffer-Rauschen.
Hier sind zwei Bilder von Sirius dem König. Links sehen wir das Originalfoto. Das rechte Bild zeigt Salz- und Pfeffer-Rauschen.	Comment by manuela: M.E. überflüssiger Satz, "Sirius dem König" kann auch im vorherigen Satz ergänzt werden	Comment by manuela: Wiederholung, Satz unnötig	Comment by manuela: Wiederholung, Satz unnötig
Salz- und Pfeffer-Rauschen
[image: ][image: ]
Quelle: Matthias Gruber (2022).
Lineare verschiebungsinvariante Systeme
Lineare verschiebungsinvariante Systeme sind Systeme, die unabhängig sind von Verschiebungen ihrer Eingangs-Variablen. Lineare Systeme nehmen Linearkombinationen von einzelnen Pixeln als Eingabe und geben die Ausgabe als Linearkombinationen der Eingabe aus. Verschiebungsinvarianz bedeutet, dass bei einer Verschiebung der Eingabe das Ergebnis um den gleichen Betrag verschoben wird. Linearität und Verschiebungsinvarianz sind die beiden wichtigsten Eigenschaften dieser Art von Systemen.	Comment by Manuela Stühn: Klingt sehr banal. Ggf. Satz weglassen?
Die Eigenschaften dieses Systems sind unabhängig und konzentrieren sich auf die Multiplikation mit einer beliebigen Matrix. Diese mathematische Operation ist nicht nur linear, sondern typischerweise auch nicht verschiebungsvariant. Die Matrixmultiplikation wird im nächsten Unterabschnitt erläutert. 
Neben der Bildverarbeitung haben lineare Verschiebung oder lineare zeitinvariante Systeme weitere wichtige Anwendungsgebiete in elektrischen Schaltungen. Verschiebungsinvariante Systeme sind von wesentlicher Bedeutung, da sie verschobene Impulse als Linearkombinationen darstellen. Dies geschieht sowohl bei diskreten als auch bei kontinuierlichen Signalen und hat den Vorteil, dass die Berechnungen mit einer Überlagerung, der so genannten Faltung, durchgeführt werden können.
Invarianz
 Invarianz bedeutet, dass bei einer Verschiebung der Eingabe um einen Skalar die Ausgabe um den gleichen Betrag verschoben wird. 

Im Beispiel unten ist die rote Linie um den Betrag Zwei verschoben gegenüber der blauen Linie.
Ein lineares verschiebungsinvariantes System
[image: ]
Quelle: Drigban (2022). Public Domain.
Faltung und Punktspreizfunktion
Der Begriff "Faltung" bezieht sich auf die Filterung eines Bildes. In der Regel handelt es sich dabei um einen Filter, der nacheinander alle Bildpixel durchläuft und sich von der oberen linken Ecke zu der unteren rechten Ecke bewegt. Er nimmt mehrere Pixelwerte als Eingabe und gibt einen Pixelwert aus. Die folgende Abbildung zeigt die Faltung eines Bildes (Davies, 2018).	Comment by manuela: Ergänzung
Die als dunkelblaue Quadrate dargestellten 3x3-Matrizen werden zusammengefasst und auf ein Quadrat verkleinert. Also werden bei einem Bild 9 Pixel-Werte auf einen Wert reduziert.
Faltung
[image: ][image: ][image: ][image: ]
Quelle: Basierend auf Vincent Dumoulin, Francesco Visin (2016). 
Eine Faltung ist eine einfache mathematische Operation, die grundlegend für viele Bildverarbeitungsprozesse ist. Sie bietet eine Möglichkeit, zwei Arrays von Zahlen zu multiplizieren. Dies wird in der Bildverarbeitung verwendet, um Operationen mit Linearkombinationen für Ausgangspixel durch bestimmte Eingangspixelwerte zu realisieren. Bei der Faltung wird eine Faltungsmatrix schrittweise von der linken oberen Ecke bis zur rechten unteren Ecke des Bildes verschoben. Auf diese Weise ist die Position der gesamten Faltungsmatrix eine Koordinate eines Ausgabepixels, dessen Wert durch Multiplikation der Pixelwerte im Hauptbild mit dem Wert der Faltungsmatrix für die Zelle berechnet wird. Die Bildfaltung ist eine allgemeine Methode, die bei fast allen Aufgaben von Computer Vision eingesetzt wird. Das Hauptziel besteht darin, die Summenwerte eines zentralen Pixels unter Einbeziehung von gewichteten Werten aller seiner Nachbarn zu bestimmen. Diese Gewichte werden für jedes Eingabepixel angewendet und von der sogenannten Faltungsmatrix bestimmt Szeliski (2022).
Die Idee der Faltung besteht darin, eine Punktspreizfunktion auf alle Pixel  eines Bildes anzuwenden. Die Indizes  geben die Position jedes Pixels innerhalb des Bildarrays an.	Comment by manuela: Was ist eine Punktspreizfunktion?
Mathematisch ausgedrückt als

Mit  als Faltungsoperator.
Wir können die Gleichung umformen zu

Eine Faltung durchläuft jedes Pixel eines Bildes und gibt auf der Grundlage der Multiplikationen einen neuen Wert für dieses Pixel aus. Zur Veranschaulichung dient die folgende Abbildung.
Faltung von Bildpixeln
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Quelle: Michael Plotke (2013). CC BY-SA 3.0.

Hier sehen wir Sirius den König sowohl im Originalbild als auch nach Durchführung der Faltung mit der oben angegebenen Matrix. Die Anwendung der obigen Faltungsmatrix führt zum folgenden Bild.	Comment by manuela: Da ist aber nur ein Bild. Satz könnte ganz weggelassen werden, dann wäre es schlüssig.	Comment by manuela: "von Sirius dem König" könnte ergänzt werden, falls der vorherige Satz weggelassen würde.
Anwendung eines Faltungsfilters auf Sirius den König
[image: A dog standing in the snow

Description automatically generated with medium confidence]Quelle: Matthias Gruber (2022).
Fragen zur Selbstkontrolle
Bitte vervollständigen Sie den folgenden Satz:
Filter werden eingesetzt, um die Leistung von Computer-Vision-Lösungen zu erhöhen, indem die Eingabebilder bearbeitet werden, um die Erkennung von Kanten, Objekten usw. zu verbessern.
2.2 Fourier-Transformation und Ortsfrequenz
Die Fourier-Transformation ist ein wichtiges Bildverarbeitungsinstrument, das ein Bild beispielsweise in Sinus- und Cosinus-Elemente zerlegt (Szeliski, 2022). Das Ergebnis der Umwandlung stellt ein Bild im Fourier- oder Frequenzbereich dar, während das Eingangsbild im Ortsbereich dargestellt ist. Ein räumliches Maß für die Anzahl der sinusförmigen Elemente (wie durch den Fourier-Bereich definiert) in einem System, das sich selbst wiederholt. Die Idee der Fourier-Transformation in der Computer Vision besteht darin, die Frequenzmerkmale von Bildern zu analysieren. Wir möchten herausfinden, wie sich ein Filter auf bestimmte Bilder mit unterschiedlichen Frequenzen auswirkt. Die Frequenz kann niedrig sein, wie durch die vordere blaue Linie in der Abbildung unten dargestellt – oder die Frequenz kann hoch sein, wie durch die hintere blaue Linie in der Abbildung unten dargestellt. Mittlere Frequenzen werden durch die blauen Linien zwischen den hohen und niedrigen Frequenzen dargestellt. Die rote Linie im Vordergrund ist die ursprüngliche Kurve (Ground Truth) , die durch einen Filter geleitet wird . Die senkrechten blauen Linien zeigen das Ergebnis, das folgendermaßen mathematisch dargestellt werden kann:	Comment by manuela: Ausgangstext unklar. Es fehlt ein Verb.
.
Darstellung der durch einen Filter geleiteten Ground Truth in Rot und der Untersuchung ihrer Frequenzen in Blau (Szeliski, 2022). 
Ground Truth
[image: ]
Quelle: Lucas V. Barbosa (2023). Public domain. 
Fragen zur Selbstkontrolle
Bitte vervollständigen Sie den folgenden Satz.
Die Fourier-Transformation wird dazu verwendet, die Wirkung von Filtern auf Bilder zu untersuchen.	Comment by manuela: Wie kann man den Satz fortsetzen, wenn man das Ergebnis nicht schon hat?
2.3 Gängige Bildfilter 
Gauß-Glättung
Ein Filter, dessen Impulsantwort eine Gauß-Funktion ist, wird als Gauß-Glättung bezeichnet. Eine Annäherung an die Gauß-Funktion ist ebenfalls akzeptabel, obwohl eine exakte Gauß-Antwort eine unendliche Impulsantwort hätte (Szeliski, 2022). Unendliche Impulsantwort bedeutet, dass der Ausgang eines Filters niemals Null wird, denn an den Grenzen der Gaußschen Verteilung werden die Werte von G(x) zwar unendlich klein, erreichen aber niemals Null. Dieses Verhalten ist in der nächsten Abbildung ersichtlich. Die Gauß-Glättung ist ein 2-D-Faltungs-Operator, der zum Weichzeichnen von Bildern verwendet wird. Sie funktioniert wie der Mittelwertfilter, nur mit dem Unterschied, dass sie eine Faltungsmatrix verwendet, deren Ausgang die Form einer Normalverteilung annimmt. 	Comment by manuela: akzeptabel wofür?
Die 1-dimensionale Gauß-Verteilung hat die folgende Form: 
[bookmark: _Int_UhsUyrLr]1-dimensional bezieht sich auf die Eingangsvariable x.  entspricht der Varianz der Verteilung. Wir können davon ausgehen, dass die Verteilung den Mittelwert Null hat, wenn sie symmetrisch zur Linie  ist. Die Verteilung ist in der folgenden Abbildung dargestellt. 	Comment by Manuela Stühn: Satz überflüssig
Unten sind Gauß-Verteilungen mit unterschiedlichen Mittelwerten und Varianzen dargestellt.
Gauß-Verteilungen
[image: ]
Quelle: Inductiveload (2008). Public Domain.
Eine 2-dimensionale Gauß-Verteilung wird folgendermaßen berechnet:

Diese 2-D-Verteilung wird in der Abbildung unten gezeigt.
2-dimensionale Gauß-Verteilung
[image: ]












Quelle: Dracyon (2014). CC BY-SA 3.0)
Die Gauß-Glättung basiert auf der Idee, eine 2-D-Verteilung als Punktspreizfunktion mit Hilfe einer Faltung zu verwenden. Das Bild wird somit als eine Sammlung diskreter Pixel gespeichert, die wir für die Erstellung einer diskreten Näherung für die Gauß-Funktion benötigen. All dies wird vor der Faltung durchgeführt. Theoretisch ist der Wert der Gauß-Verteilung immer ungleich Null, was bedeutet, dass unendlich große Faltungsmatrizen erforderlich wären (Szeliski, 2022).	Comment by manuela: Was alles?
Anwendung des Gauß-Filters auf Salz- und Pfeffer-Rauschen
[image: ][image: ]
Quelle: Matthias Gruber (2022).
Modus-Filter
Ein kantenerhaltender Glättungsfilter, der den Modus der empirischen Dichte verwendet, wird als Modus-Filter bezeichnet. (Davies, 2018). Modus-Filter haben viele Anwendungsbereiche in der Bildverarbeitung und ebenso in der Bildsegmentierung. Für jedes Eingabepixel wird der ursprüngliche Wert durch den Modus der Nachbarpixel in einem bestimmten Umkreis ersetzt.	Comment by manuela: Ausgangstext unklar. Bitte prüfen, ob das die Bedeutung ist.Modus
ist der Wert in einer Verteilung, der am häufigsten vorkommt.

Der Modus der Eingangswerte entspricht dem Wert, der am häufigsten vorkommt. Ein Beispiel für die Berechnung des Modus eines diskreten Vektors ist gegeben durch:
. Der Wert 67 erscheint zweimal im Vektor und die anderen Werte jeweils nur einmal. Daher ist 67 der Modus des gegebenen Vektors.
Der Modus ist der häufigste aller skalaren Werte. Alle Werte können sortiert werden und dann ist der häufigste Wert leicht zu erkennen. Weitere Beispiele:	Comment by manuela: Wiederholung



Modus einer kontinuierlichen Gauß-Verteilung
[image: ]
Quelle: Basierend auf: Cmglee (2015). CC BY-SA 3.0.
Anwendung des Modus-Filters auf Salz- und Pfeffer-Rauschen
[image: ][image: ]
Quelle: Matthias Gruber (2022).
Rangordnungs- und Medianfilter
Der Rangordnungsfilter ist ein nichtlinearer Filter, der zur Kantenerkennung, Rauschunterdrückung und Glättung eingesetzt wird. Dieser Filter sortiert die gegebene Eingabesequenz und wählt eine Ausgabe basierend auf dem Rang (Davies, 2018). Ein Rangordnungsfilter ist eine Abstraktion von Dilatation und Graustufenerosion. Einer der effizientesten Rangordnungsfilter ist der Rechteck-Rangordnungsfilter. Bei diesem Filter werden alle Nachbarwerte innerhalb eines Rechtecks um ein Eingangspixel verwendet, um das Ausgangspixel zu ermitteln. Gemäß der Definition des Rangordnungsfilters wird der Wert der Nachbarschaftspixel ausgegeben, der an Position r in der Rangliste ist, wobei r eine beliebige ganze Zahl zwischen 1 und n sein kann. Andererseits ist der angegebene Rangwert ein Bruchwert, der zwischen 0,0 und 1,0 liegt. Beim Medianfilter erhält das zentrale Pixel den Ausgangswert mit dem Rangwert 0,5. Der Rangordnungsfilter klassifiziert die Einträge nach ihrer Größe auf der Grundlage der Summenfunktion. Im Folgenden wird ein Mergesort-Algorithmus eingeführt, der die Sequenz zur Validierung in gerade und ungerade Elemente aufteilt. Der ungerade Sortieralgorithmus wandelt zwei separate Sequenzen um und kombiniert sie zu einer Sortiersequenz. Es gibt zwei kombinierte Elemente, ungerade Verschmelzung und gerade Verschmelzung und jeder Eintrag mit einem ungeraden Klienten ist ein ungerader Verschmelzungs-Eintrag. Die Ergebnisse jeder Fusionsgruppe werden miteinander verglichen, mit Ausnahme der ersten ungeraden Verschmelzung, der wichtigsten Komponente, und dem finalen kombinierten Produkt, dem unwichtigsten Teil. Die folgende Abbildung zeigt einen Rangordnungsfilter mit einer Fenstergröße von neun Elementen (Davies, 2018).	Comment by manuela: Ansammlung von Fremdwörtern ohne Erklärung	Comment by manuela: Achtung Verwechslungsgefahr: Das hier hat nichts mit dem brick-wall filter zu tun!	Comment by manuela: Was ist n? Anzahl der Pixel in dem Rechteck?	Comment by manuela: Normierung auf 1, um unabhängig von der Anzahl der Pixel zu werden? Heißt der Rangwert dann immer noch r?	Comment by manuela: Die nachfolgende Beschreibung des Sortieralgorithmus verstehe ich nicht und finde auch im Netz keine richtige Erklärung. Habe es zwar wörtlich übersetzt, ist aber nicht hilfreich. Ggf. Ausgangstext umformulieren oder auf Beschreibung verzichten? Ist ja nicht von weiterer Bedeutung für den nachfolgenden Text, wie genau das Sortieren funktioniert.	Comment by manuela: wörtliche Übersetzung	Comment by manuela: wörtliche Übersetzung	Comment by manuela: wörtliche Übersetzung
Beispiel für die Anwendung eines Medianfilters mit einer Größe von 3x3
[image: ][image: ]
Quelle: Moein00 (2019). CC BY-SA 4.0.
Die linke Darstellung zeigt den Anwendungsbereich des Medianfilters in Gelb. Die Berechnung dazu ist wie folgt:

Daher wird der grün markierte Pixelwert auf 84 gesetzt.
Die Berechnung des Rangordnungsfilters für r=0,3 führt zu einem Ausgabewert von 71 für das grüne Pixel. Die Gleichung lautet:	Comment by manuela: Inhaltlich unklar. U.a. steht oben, dass r eine ganze Zahl zwischen 0 und n sein soll.



Mit 
Ergibt sich

Denn 71 ist der Skalar mit Position 0,3. Sortieren des Eingangs  führt zu

Da wir insgesamt 9 Zahlen haben, nehmen wir einfach den Skalarwert der dem Rangwert 0,3 am nächsten liegt
und erhalten 71.
Anwendung des Median-Filters auf Salz- und Pfeffer-Rauschen[image: ][image: ]
Quelle: Matthias Gruber (2022).
Fragen zur Selbstkontrolle
Bitte vervollständigen Sie den folgenden Satz.
Die meisten Filter verwenden benachbarte Pixel, um für ein Eingangspixel einen neuen Ausgangswert zu berechnen.
Zusammenfassung
Filtertechniken sind grundlegend für die Verbesserung der Bildqualität und die Erkennung von Kanten und Informationen. Es ist wichtig zu verstehen, dass Computer-Vision-Algorithmen eine schwache Leistung haben an den Stellen, wo sich die Eingabe um einen großen Betrag ändert. Die Idee von Filtern besteht darin, die Eingabe vorzubehandeln, um Rauschen zu reduzieren und die Eingabe gleichmäßiger zu machen. Die Anwendung von Filtern auf Bilder wird auch Weichzeichnen genannt. Weichzeichnen wird verwendet, um Eingangsverschiebungen auszugleichen und konstante Eingaben zu verbessern.	Comment by manuela: Bedeutung Ausgangstext unklar.
Es gibt viele verschiedene Filtertechniken, deren Anwendung von der jeweiligen Situation abhängt. Die Wahl des richtigen Filters erfolgt oft manuell, und es kann notwendig sein, Filter anzupassen, wenn sich die Bedingungen, wie z. B. die Beleuchtung, ändern. 

Lektion 3 – Low-Level-Sehen



Lernziele

Nach dem Abschluss dieser Lektion werden Sie...

... verstehen wie Low-Level-Sehen funktioniert.
... ein Feature im Kontext von Computer Vision definieren können.	Comment by manuela: ggf. in Merkmal ändern
... in der Lage sein, zu entscheiden, welche Konzepte zur Feature-Erkennung für eine bestimmte Aufgabe benötigt werden.


3. Low-Level-Sehen

Aus der Praxis
Sie möchten Ihren Computer trainieren, den Wert und die Farbe von Spielkarten auf Ihrem Schreibtisch vorherzusagen.
Machen Sie mit Ihrem Smartphone ein Foto von den Karten auf Ihrem Schreibtisch. Danach laden Sie das Bild auf Ihren Computer hoch, installieren Python und die Bibliothek OpenCV-python und lesen das Bild in eine Variable ein. 
Now you want to extract the rank and suit of your playing cards. You will need to crop the parts of the images which contain the cards. Since a typical playing card consists of four corners, you can use those as a reference. Furthermore, the size of the cards is usually standardized. However, you need to be careful because the camera angle will provide different scales. For example, a card located next to the camera will appear bigger in the image than a card which is far away from the camera. There are dozens of different frameworks which OpenCV functions can call. This process will require a lot of trial and error. 
Try to assign the four corners to one single card if there are multiple cards on the table. Using the corners closest to each other is a good starting point. Once you have cropped the single cards, you must crop the rank and suit part of the card. This is easy, as these features always have the exact location. See the illustration below and try to crop only the top left corner of your image in the same way.
How to Crop a Corner of an Image

3.1 Blobs
A digital image consists of different information and objects that may provide valuable insights. Thus, such relevant features are extracted for further processing and information for high-level vision tasks. Blobs are defined as the group of pixels in the image with different attributes than the background, i.e., the surrounding pixels. It can be some large object or different color that is distinguishable from the background in the image.
The motivation behind detecting blobs is to provide additional information about the regions not provided by edge and corner detectors. It is used to identify regions of interest distinct from surrounding areas for further analysis. These zones could indicate the existence of items or parts of things in the visual domain, which could be used for object detection and tracking. In the case of histogram analysis, blob signifiers are used to detect the peak in terms of the segmentation task. The most popular algorithms for blob detection are Laplacian of Gaussian, the difference of gaussian, and determinant of the Hessian.
Blobs 
within computer vision, a blob is defined as a feature which can be extracted out of an image.

Laplacian of Gaussian (LoG)
The most popular technique for blob detection is founded on LoG. Consider σ the standard deviation; thus, the gaussian function is given by the following equation.

, Gaussian scale-space representation of image f (x, y) is given by

were  is convolutional operation.
Hence, the Laplacian operator ∇ is defined as

The equation typically yields a positive response for dark blobs of equal size while negative for light blobs of comparable size. A LoG blob detector's response is greatly influenced by the relation between the blob structure's size and the scale of the kernel. (Kong et al., 2013).
[bookmark: _Int_4pPxlsDS]It can be applied to an image's 𝐿(𝑥,𝑦;𝜎) or the LoG operator given in the following equation. It can be evaluated priorly and then convolved with the image to form the LoG scale-space representation.


The combination of gaussian and Laplacian enhances the image by reducing noise. Also, Laplacian focuses on the pixels of drastic change in intensity that can be utilized to detect edges. If the scale of LoG is increased, the blob-like shapes meet at the local extrema. (Kong et al., 2013).
Difference of Gaussian (DoG)
The DoG method is well-known for detecting the blob features without changing the scale. The algorithm is designed to run the Gaussian convolutions in different images and subtract adjacent images from each other. Finally, the output image emphasizes the blob features. Moreover, all the pixels are searched at all scales to identify the local extrema, i.e., the pixels with the highest degree of change in intensities. Lastly, the unwanted features are filtered. (Xiong & Choi, 2013).
Analogous to LoG, initially, the smoothing is performed by convolution on the image by utilizing the Gaussian kernel of a certain width σ. Hereafter, another Gaussian kernel σ + ∆σ is used to perform the smoothing again on the original image. Hence, the DoG is the difference between the two smoothed images as given in the following equation.

The DoG is the bandpass filter that removes high-frequency noise and some low-frequency components representing homogeneous regions. Applying two kernels with the same kernel widthresults in . By applying two kernels with different kernel width results in . 
Applying the Difference of Gaussian to Sirius the King. The left image is the original and the right image shows the DoG applied to the original image.
Application of Difference of Gaussian 
[image: A dog standing in the snow

Description automatically generated with medium confidence][image: ]
Quelle: Matthias Gruber (2022).
Determinant of the Hessian (DoH)
The explanation of DoH is based on (Xiong & Choi, 2013). The Hessian matrix is a square matrix of the function's second partial derivatives defined by an image's local curvature. DoH, like the LoG, uses scale-space to discover relevant spots for blob recognition, as shown in the following equation.

Are the partial derivatives. If an equation has two unknown variables and , one can derivate the equation two times to , yielding to , two times to , yielding to , or one time to and one time to , yielding to .
The interesting region is selected in the scale-space using the following function to find the maxima.

Operational differential geometric is utilized for describing the blob points  and scales that provide covariant blob features concerning the rotations, rescaling, and translations. Under non-Euclidean affine transformations, blobs produced from scale-space extrema of the DoH demonstrate slightly superior scale selection features than the typical Laplacian operator. (Xiong & Choi, 2013).
Characteristic Shape of Euclidean and Non-Euclidean Geometric Shapes
[image: Diagram

Description automatically generated]
Quelle: Cmglee (2020). CC BY-SA 4.0).
Fragen zur Selbstkontrolle
1. Please list three key algorithms to detect blobs in images. 
Determinant of the Hessian (DoH).
Laplacian of Gaussian (LoG).
Difference of Gaussian (DoG).
3.2 Edges and Lines
This section focuses on segmentation approaches that identify abrupt, local variations in intensity. We are particularly interested in the two image change types involving edges and lines. Edges are groupings of connected edge pixels, which are represented as the intensity of an image function that abruptly varies. A line can be considered an edge segment where the background intensity on each side of the line is either significantly higher or significantly lower than the line pixel's intensity. Derivatives can be used to identify any sudden or localized changes in intensity (Szeliski, 2022); (Davies, 2018).
A digital function's derivatives are specified in terms of differences. The first-order derivative approximation consists of the following requirements
· It should be zero in regions with consistent intensity. 
· It must not be zero at the beginning of an intensity ramp or step. 
· At the locations along an intensity ramp, it must not be zero. 

The second order derivative approximation consists of the following requirements
· In areas of uniform intensity, it should be zero. 
· At the start and finish of an intensity ramp or step ramp, it should not be zero. 
· Across intensity ramps, it should be zero.

The equations are based on (Gonzalez, 2009). The first-order derivative of a function f(x) is denoted as

The second order derivative of a function f(x) is denoted as

Second-order derivatives have better responsiveness to tiny details like thin lines, isolated spots, and noise, while first-order derivatives yield thicker lines. The sign of the second order derivative can be used to spot any change in an edge, whether from dark intensities to light intensities or vice versa (Szeliski, 2022); (Davies, 2018).
 Line Detection
The most general line detection approaches include the Hough transform and methods based on convolution.
Hough Transform
The explanation of the Hough Transform is based on (Richard et al, 1972). Like the Fourier transform, the Hough transform transposes an image from one domain with spatial information to another with distinct representations of the relevant information. This method is utilized to find lines in an image picture and produce a parametric representation of those lines. If an image space has a line, it can be modeled using the following equation.

Where p represents the distance along a perpendicular line from the origin to the line, θ denotes the angle in degrees. It is measured in a clockwise direction from the source to the line. The procedure is illustrated in the graphic below which shows a Hough transform illustration of a line represented by its angle and the distance .
Illustration of Hough Transformation

[image: Chart, line chart

Description automatically generated]
Quelle: Schha (talk) (2009). Public domain.
Convolution-based technique
In a convolution-based method, the utilized line detection operator contains a convolution mask tailored to find the line occurrences with a specific orientation and width. Applying the convolution mask to the entire image and then thresholding the output allows us to find lines moving in the direction we are interested in. These masks can identify vertical, horizontal, and oblique (-45 degrees and +45 degrees) lines.
Convolution Masks: Horizontal, Vertical, and Oblique 
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Quelle: Matthias Gruber (2022).
After applying the masks mentioned above, the points left have the most potent responses for one thick pixel line that matches most closely to the direction indicated by the mask.
Edge Detection
Edge Detection is a technique utilized to segment an image into discontinuous parts. An edge is referred to as a group of linked pixels that form the border between two regions. Real-world applications of edge detection in an image include face and fingerprint recognition, autonomous traffic management systems, finding an object in satellite photos, and medical imaging such as anatomical structure investigation. (Szeliski, 2022); (Davies, 2018)
Example of Edge Detection for Medical Imaging

[image: Graphical user interface

Description automatically generated with medium confidence]Source: Machanguillo1 (2018). CC BY-SA 4.0.
According to their intensity profiles, edges can be modeled as step, ramp, roof, and ridge edges. Step edges suddenly change an image's intensity from one value on one side of the discontinuity to the other. Ramp edges are the step edges where the intensity changes occur over a limited distance rather than instantly. In ridge edge, the image intensity suddenly changes value yet quickly returns to its initial value. Roof edges are ridge edges where the intensity changes over a fixed distance rather than instantly. The basic terminologies of the edge include: 
· Edge Normal denotes a unit vector pointing in the direction of the highest intensity variation. 
· Edge Direction represents a unit vector along an edge and is perpendicular to the edge normal. 
· Edge magnitude denotes contrast in the local image along the normal.

The first derivative's local maxima or minima and the second derivative's zero-crossings can be used to identify points close to an edge. 
There are four primary steps involved in edge detection. 
1. Smoothing is used to reduce noise while preserving actual edges. 
2. A sharpening filter is applied to improve the quality of the image's edges. 
3. Decide which edge pixels should be kept and which should be eliminated as noise. 
4. Discover the edge's precise location.

Operators that detect an edge in a digital image are classified into two categories. 
· Gradient-based operators, such as the Prewitt, Sobel, and Robert operators, compute first-order derivations. 
· Gaussian-based operators, such as Laplacian of Gaussian, and Canny edge detector, compute second-order derivations. 
A brief introduction of the edge detection operators is mentioned below. The Sobel operator estimates the gradient approximation for detecting an edge in an image. The Sobel operator generates either the vector's normal or the matching gradient vector for each pixel of an image. Convolving two 3 x 3 masks with the input image yields the derivative approximations horizontally and vertically.
Sobel Operator for Edge Detection
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Quelle: Matthias Gruber (2022).
It is easy to use, has quick computation, and is efficient in detecting smooth images. It has several challenges, such as the inability to preserve diagonal edges permanently, sensitivity to noise, and low accuracy.
The Prewitt operator also extracts an image's horizontal and vertical edges, much like the Sobel operator does. Applying masks or kernels proves to be among the most effective operators for determining the magnitude and orientation of an image. However, it also has some challenges, such as its coefficient's magnitude being fixed and cannot be tweaked. Also, points in a diagonal direction are not always retained.
Example of Prewitt Operator
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Quelle: Matthias Gruber (2022).
Robert operator is a gradient-based operator. It calculates the sum of squares of differences amongst pixels in an image that are diagonally adjacent using discrete differentiation, and it utilizes 2 x 2 masks or kernels depicted below.
Example of Robert Operator
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Quelle: Matthias Gruber (2022).
Robert operator is relatively simple to detect edges and orientation, and diagonal direction points are retained. It also has limitations such as lower accuracy in detecting edges and high sensitivity to noise.
A gaussian-based operator called Laplacian of Gaussian (LoG) utilizes the Laplacian operator to determine an image's second derivative. It is highly beneficial when the change in the grey level appears abrupt. It operates using the zero-crossing technique, where a maximum level is determined when the second-order derivative crosses zero. Here, the Laplacian operator finds the sharp edges, while the Gaussian operator minimizes the noise. LoG has fixed properties in all directions and can efficiently detect edges and their varied orientations. It has some limitations, such as it is susceptible to noise, and it generates false edges. At curved edges, the localization problem can get highly severe.
The Canny Operator is a widely utilized gaussian-based edge detector that retrieves picture features without modifying or changing them. A canny operator utilizes three factors to identify edges that include a low error rate, edge points need to be located precisely, and only one single edge response should be permitted. This operator is less sensitive to noise and has effective localization. Additionally, it has several drawbacks like time-consuming computation, false zero crossing, and complex calculations.
Fragen zur Selbstkontrolle
1. Please list three key algorithms to detect edges and lines in images. 
Hough Transform 
Sobel and Robert Operator.
Convolution-based techniques.


3.3 Corners and Points of Interest
An interesting point can consist of several regions like lines, curves, and edges. The interesting point which can be detected rapidly and is easy to calculate is known as a good interest point, thus considering it to be favorable to evaluate a feature. Hence, the interesting point is considered a qualifier or critical point that can be used to classify a feature. 
A corner is a point at which two edges encounter. Alternatively, a corner is considered a point with two dominating and opposing edge orientations in its local surroundings. Corners are essential to detect as they describe the features' angular orientation. An interesting point can be a corner, an isolated point of maximum or minimum local intensity, a terminating line, or a position where there is a local maxima curve. Most of the methods used for interest point detection use a Gaussian filter and a gradient operator to decrease noise which is increased due to the use of the gradient operator. (Krig, 2014).
Moravec corner detection
The Moravec corner detection (Moravec, 1980) technique is a primitive corner detection approach that compares every pixel value in the image by its neighboring pixel of the overlapping region. The information is obtained from the correlation value of the two pixels about detecting a point or an edge. A corner is detected when the change in intensity is detected in all directions, while when no change is found in the edge direction, the edge is detected. However, if no change is observed in any direction, then flat terrain is detected. The Sum of the Squared Difference is calculated between the two overlapping regions to find the correlation difference. If its value is near 0, then the difference measures similarity. This method is computationally demanding. The equation for the sum of the squared difference is given below (Szeliski, 2020)

With  weighting function, as a displacement vector, and the index iterating over all pixels.
Smaller Univalue Segment Assimilating Nucleus (SUSAN)
The SUSAN (Smith & Brady, 1997) utilizes a non-linear filtering approach to identify the components in the image that are highly related to the pixels. Every pixel is connected to the neighboring pixels having a similar brightness. Thus, the approach depends on segmenting the features by comparing similar brightness in the pixels to produce the features. These newly detected features minimize the small image patch and reduce noise to smooth the neighborhood. The developed methods are precise, noise-resistant, and quick. 
SUSAN works by comparing neighbor pixels within a certain radius from the center nucleus pixel value, generating a set of pixels with similar brightness known as a USAN. Each USAN holds morphological data about the image, like center and size. It can be used to detect edges and corners. A low ratio of pixels in the circular zone compared to the centroid indicates the corner, while the higher ratio above 50% indicates the edge. Mathematically the response of the SUSAN operator is given by:

With being the geometric threshold. M is the region of the mask and n is the number of pixels within the region.
SUSAN Illustration
[image: Diagram

Description automatically generated]Source: Based on Fonte, Gautama and Wilfried. (2008). 
Typical Outcome of the SUSAN Corner Detection Algorithm
[image: ]Source: Retardo (2006). Public domain.
Harris Methods, Harris-Stephens, Shi-Tomasi, and Hessian-Type Detectors
Harris or Harris-Stephen's corner detectors (Harris & Stephens, 1988); (Schmid & Mohr, 1997) surpass the Moravec approach by introducing a gaussian window instead of a rectangular one. A gaussian window can be seen as a window which is a layer over an area of pixels and weighs these pixels which the shape of the gaussian hump. The Harris technique uses a covariance matrix to find the direction in which the larger and smaller change is detected. The covariance matrix gives the variance of the pixels lying next to each other; thus, one can determine the directions in which there are same (low covariance) and different (high covariance) pixel values. The Eigenvalues are evaluated to a score factor to detect the edges, corners, and noise. The algorithm's structure is considered invariant to translation, rotation, and brightness change in some formulations, like the Harris-Laplace method employing scale space (Mikolajczyk & Schmid, 2002). 
Mathematical computation works by taking an area of the image, shifting the input by a specific value within its position, and computing the weighted sum of squared differences:

With area , the image , and shifting .
Eigenvalues 
are a set of scalar values which corresponds to a linear system of equations (i.e., covariance matrix). They are sometimes also known as its characteristic values.

Many Harris family algorithms are computationally efficient in implementation. The algorithm uses the idea that the two edges join at the corner, thus having an ill-defined gradient. The gradient at the corner can be computed with two values concerning x and y, the underlying notion behind the Harris method.
Features-from-Accelerated-Segment Test (FAST)
Considering a bimodal segmentation target, the FAST techniques (Rosten & Drummond, 2006) are derived from SUSAN. On the other hand, FAST determines a corner by circularly connecting a series of 16 pixels. It is known for being quick to compute and producing very accurate results. The FAST algorithm detects the presence of a corner by evaluating a circular area around the potential center of the corner. If a continuous block of pixels is brighter than the addition of the center and the threshold or is darker than the center excluding a threshold, the test detects a corner. The generated description is saved as a continuous bit vector numbered 0 through 15. Similarly, storing the bit vector in a rotational invariant representation is easy because the pixel compares circular patterns. The figure below depicts the working of the FAST algorithm with the 16-element grid.
FAST Detector with the 16-Element Grid
[image: A picture containing text, scoreboard

Description automatically generated]
Source: Jingjin Huang et al. (2008). CC BY 4.0.
Mathematically the brightness of the center pixel gets compared to the surrounding pixels 1 to 16 one by one.
If the surrounding pixel is brighter than the center pixel:

If the surrounding pixel has similar brightness as the center pixel:

If the surrounding pixel is darker than the center pixel:

Now as each of the 16 pixels is assigned to one of the three values , we can divide them into three subgroups. If there is a corner, then at least three of the surrounding pixels must be assigned the value .
Using the FAST algorithm and applying it to Sirius the King yields to the detection of the features represented in the right image. The left image shows the original one.
Example of FAST Algorithm
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Description automatically generated]
Quelle: Matthias Gruber (2022).
Morphological Interest Regions
The detection of interest points can be performed by combining multiple morphological operations, such as thresholding along with erosion and dilation. These operations perform enlargement, shrinking, and smoothing on the images. However, simple morphological procedures alone are insufficient; eroding left uncontrolled will diminish regions until they disappear. Thus, the intellect must be applied to the morphology pipeline to regulate the final region size and shape. Morphological procedures can be used on binary, grayscale, or color channel images to produce interesting regions. Applying some pre-processing to the images is essential before applying morphology, like histogram equalization and pixel remapping (Krig, 2014).
In this example of morphological operations, the shape of two people dancing in blue and its morphological dilation in green, and erosion in yellow.
Example of Morphological Operations
[image: A picture containing vector graphics

Description automatically generated]
Quelle: Renato Keshet (2008). Public domain. 
Fragen zur Selbstkontrolle
2. Please list three key features to detect in images. 
Corners.
Lines.
Edges.
Zusammenfassung
Low-level computer vision includes basic image processing techniques to extract the relevant features from the images. The various features that need to be extracted are, for example, but are not limited to boundaries, lines, blobs, points, and corners. Low-level vision provides image-to-image transformation as the input and output are images without understanding the features. The low-level vision task includes image enhancement, image restoration, and image compression.
 


Unit 4 – High-Level Vision

Lernziele

Nach dem Abschluss dieser Lektion werden Sie...

… understand how Deep Learning Models are composed and predicting.
… describe the importance of CNN for computer vision.
… apply the basics of modern deep learning frameworks for object recognition. 


4. High-Level Vision

Aus der Praxis
Sie möchten Ihren Computer trainieren, den Wert und die Farbe von Spielkarten auf Ihrem Schreibtisch vorherzusagen.
Using your smartphone, take a picture of some playing cards on your desk. Upload the image to your computer, install python, install the OpenCV-python library, and read the image into a variable. Process the image of the card and crop out a single corner of the cards. 
Now, you want to match the rank and suits for each single card. First, you must get references. Take images of all possible combinations of suits and ranks with your phone and upload them on your computer. Use the screenshot tool of your operating system to extract each possible combination of rank and suits. Make sure that the size (length and width) of the screenshots matches the extracted parts of your algorithm. The support vector machine (SVM) (OpenCV-Docs, 2022) is a nice machine learning tool which is fast to train and does not require GPU utilization. 
To train an SVM classifier to identify your rank and suits, use the OpenCV implementation and your screenshots. Once it has finished, integrate it into your pipeline and match new images for their specific classes.
4.1 Deep Learning
Nowadays, mainly all the researchers focus on utilizing machine learning (ML) and deep learning (DL) for high-level vision tasks. ML is the branch of artificial intelligence (AI) that copies the behavior of the human brain. It learns, acts, and makes decisions on new data based on the learned data. For unstructured data like images and text, ML is performed using two steps: a) Extracting the relevant features using traditional image processing techniques, i.e., low-level vision tasks as described in previous chapter 3. b) Learning the ML model from the extracted features and predicting the new data. Moreover, the DL is the subset of ML that does not require manual feature extracted steps as in the case of ML. Hence, DL automatically extracts features from the images and performs high-level vision tasks.
Deep Learning (DL)
Is named for its numerous layers of interconnected neurons. The number of parameters of an ANN can be billions.

The foundation of DL is based on artificial neural networks (ANN) (Shanmugamani, 2018). ANN is founded based on the human brain's name, structure, and behavior and mimics the human brain in learning and making decisions. The basic mathematical model of ANN is given in this section. 
Example of a Neuron
[image: Diagram

Description automatically generated]
Quelle: BrunelloN (2021). CC BY-SA 4.0.

The above figure depicts the operative model of ANN and consists of inputs represented by ; weights by ; b is for bias, and  equals the activation function in the network. 
Bias
a systematic scalar which determines the difference between the truth and the prediction.

The illustration assumes that the bias . Activation functions can be linear as shown in the illustration above and non-linear. Non-linear examples will be stated later. The output is given by y. Henceforth, the output of the neural network is evaluated as given in the following equation. Inputs are also known as features, and the output is known as the target variable.

The components of the ANN are:
1. Weights are the hyperparameters that get updated and learned during the training of ANN. Hyperparameters are the parameters within machine learning models which influence the outcome of the model. The hyperparameters are adjusted during the learning process. They are randomly initialized, but as the training of the ANN proceeds, they get altered to build a more accurate network. Weights are the strengths of the connections between the nodes. Weights represent the effect of change in the input to the outcome of the network. Hence, the low value of weights does not affect the output, while the high value affects the output.

2. Bias is utilized to adjust the error produced by the predicted output and the intended output. If the bias's value is high, it makes more assumptions regarding the nature of the output, while if the value is low, it makes fewer assumptions. A neuron is activated if the output value of its activation function is greater than zero. In the first image this is the case if the integration of the signal is grater zero. For values smaller than zero the activation function outputs zero and the neuron stays deactivated.
An activation function is also known as a transfer function. It is utilized in the ANN to transform the weighted sum of the input into an outcome from a node in the network layer. Although neural networks are linear, thus non-linearity in the ANN uses non-linear activation functions. The activation function is chosen concerning the model's requirements; therefore, its capacity and performance differ. It is applied to each layer of the network, and the same activation function is used across all layers. Possible activation functions are linear, Rectified Linear Unit (ReLU), Leaky ReLU, Sigmoid, and hyperbolic tangent (tanh). See the two illustrations below as an example for the two most common activation functions.
Activation Function RELU
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Quelle: Laughsinthestocks (2015). CC BY-SA 4.0.

Activation Function Tanh
[image: Chart, line chart
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Quelle: Laughsinthestocks (2015). CC BY-SA 4.0.

The Architecture of an ANN
[image: ]
Quelle: Mads Dyrmann (2021). BY-SA 4.0.
There are three layers in an ANN: Input, output, and hidden layer.
The input layer is the first layer of the ANN. The features are provided as input to the first layer to find the information and relation between them. The number of nodes in the input layer equals the number of input variables in the data. For example, if there are 250 pixels, the input layer has 250 nodes.
The hidden layers follow the input layer. They are responsible for extracting more relevant hidden information from the input variables. The layers perform mathematical operations like scalar multiplication between the input values and the weights. It emphasizes the significance of the features in the input data as well. It provides input features that contribute more to learning with greater weight than other input features. For instance, in emotional analysis, negative words have a more significant influence on the choice than neutral ones. 
As a result, the hidden layer will place a high value on negative words. As the hidden layers get more profound, more specific information is collected from the input features. Each hidden layer can be seen as further processing of low- and high-level features. As more hidden layers a models consist, the more information and features can be extracted.
The output layer provides the ultimate result; hence it is the last layer in the ANN. It comprises the same number of nodes as the different categories of classes available in the target variable for the classification operation. It receives inputs from the hidden layers, i.e., more suitable and accurate information, executes mathematical operations through its neurons or nodes, and then computes the result for each node in the output layer. The result will indicate if the input falls within the specified category.
The advanced version of the ANN is a convolutional neural network (CNN), the basic architecture for computer vision tasks. As ANNs are not useful to deal with image data as the number of neurons would be very large and the training and inference time will explode. The architecture of CNN is given in the following figure. It mainly consists of four different types of layers; convolutional layer, pooling layer, dropout layer, and fully connected layer. The illustration is just one application example, in reality, the numbers of convolution and pooling layers is a hyperparameter which needs to be optimized during the training process. There is not a single solution which generalizes to most of the use cases. However, for the explanation within this course book we use a simple architecture of two convolutions, one pooling, one convolution and two fully connected layers.
Example of the Connection of the Different Layers in CNN
[image: ]
Quelle: Andreas Maier (2019). CC BY 4.0.
The first layer in the network performs a convolutional operation between the input image and the filter. Convolutional operation is the dot product between the filter and the part of the image under the filter, as depicted in the following figure. It extracts the low-level features of the image at the first convolutional operation. In contrast, as more convolutional layers are added to the network, more prominent features are extracted from the image. The output is the feature map that consists of the input image's information like lines, corners, edges, and points.
Example of a Convolution
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Quelle: Trougnouf (2019). CC BY 4.0. 
Following the convolutional layer, the pooling layer is stacked. As demonstrated in the following figure, the pooling layer is used to lower the feature map’s size produced by the convolutional layer, hence decreasing computation time. As a result, it weakens the connections between the layers.
The different types of pooling operations are given below.
•	Max Pooling- Chooses the most significant value.
•	Min Pooling- Chooses the smallest value.
•	Average Pooling- Performs an average of all the values.
•	Sum pooling- Performs the summation of all the values.
Example of Max-Pooling
[image: A picture containing table
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The max pooling approach chooses the highest value of the corresponding region of interest: .
The min pooling approach chooses the minimum value of the corresponding region of interest: .
The average pooling approach chooses the average value of the corresponding region of interest: .
The sum pooling approach chooses the sum of all values in the corresponding region of interest: .

The fully connected layer is used to perform the final task of classifying or segmenting images. Every node in the former layer is linked to every node in the next layer. As a result, the matrix multiplication is computed in conjunction with the bias effect. These layers are used before the output layer, and the flattened input from the preceding layers is passed to the fully connected layer.
The dropout is applied to reduce the overfitting problem caused by fully connected layers as all the neurons in the previous layer are linked to all neurons in the following layer. Hence, the model will perform well on training data but poorly on test data, i.e., new data. During the training phase, the dropout layer removes a few neurons from the ANN, reducing the model's size. The dropout size must be specified; for example, if the dropout size is 0.1, then 10% of the neurons in the ANN are randomly eliminated.
Illustration of How Dropout Works
[image: A screenshot of a video game
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Quelle: Mads Dyrmann (2021). CC BY-SA 4.0.
The fundamental difference between ANN and CNN is that the ANN works similarly as it would be a model to the human brain. If something goes wrong, it rectifies the errors by propagating it backward, which modifies the weights and improves the network. ANN requires data points as the input to be provided to the input layer. CNN consists of various layers, especially the convolutional layer, and uses filters or kernels to process the image in parts. Each part of the image is divided into a rectangular region having a filter of, and the image is processed along with the filter until the complete image is covered. Even the corner pixels of the image need to be covered to extract the features. Also, CNN does not require data points to get a first solution because it automatically extracts features by the process mentioned above. One can simply put some convolution layers together and see what happens. For ANN, it will never yield good results if one implements the weights manually.
Despite the difference, there are many similarities between ANN and CNN as the background of the two approaches is nearly the same. Both work on the same principle of calculating the cost function to improve the network. Moreover, to introduce convergence, both the approaches are trained for several training cycles known as epochs to get the best accuracy and to find the best epoch from which the accuracy decreases and loss increases.
Fragen zur Selbstkontrolle
1. List four main pooling approaches. 
Max Pooling.
Min Pooling.
Average Pooling.
Sum Pooling
4.2 Image Classification
Image classification is a procedure in computer vision to classify an image based on its visual information. The classification process's purpose is to allocate each pixel in a digital image to one of several classes. Image classification has been an essential topic in the field of computer vision since discriminating between different objects is a challenging process. Image classification is the process of categorizing images into one of several predetermined classes. As a result, image classification is defined as categorizing and identifying groups of pixels or vectors inside an image using specified rules. Image classification analyzes photos using deep learning models, with results that can even outperform human-level accuracy for some tasks. (Szeliski, 2022) and (Davies, 2018)
One of the most prominent uses of classification in computer vision is semantic image classification, in which we want to label an entire image (or a specified piece) with its most likely semantic category, such as horse, cat, or car. There are several applications of image processing, and some of the uses are briefly discussed below.

Facial Recognition
Facial recognition is classified into two types based on face representation. Appearance-based, which utilizes overall texture characteristics, and model-based, utilizing the contour and face texture, as well as 3D depth data. Facial recognition has the potential to replace boarding passes at airports. The technology recognizes passengers' faces and compares them to databases to verify their identity and flight information.
Logo Detection 
Image classifiers can recognize visual brand mentions by scanning photos, also known as visual listening. Brands can also use visual listening to calculate the performance of difficult-to-quantify marketing activities, such as sponsoring sporting events. Companies can better assess their growth in brand awareness through a particular campaign by using visual listening.
Medical Imaging
Classification of Medical images is an essential technique in Computer-Aided Diagnosis systems. Medical image classification aims to categorize medical images to assist doctors in diagnosing diseases. The first step is to extract helpful image features, and in the second step, these features are utilized to develop models that classify the medical image dataset.
X-ray of a Hand with Automatic Calculation of Bone Age 
[image: Text
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Visual Search Engine
Similar images are returned in this application when a user inputs an image into the search engine. Consider having a photograph of your favorite actor. Feeding this image into a visual search engine yields additional images of your favorite actor - in various contexts and places.
Results Shown by the Image Searcher Through Example GOS
[image: Graphical user interface, application, PowerPoint

Description automatically generated]
Quelle: Me (2010). CC BY-SA 4.0.
Object Identification
Object detection determines the presence and location of an object in images or videos. It categorizes individual elements and uses boundary boxes to show their location. To train such an algorithm, one has to take train images and label these manually.
Objects Detected with OpenCV's Deep Neural Network Module
[image: A computer on a table

Description automatically generated with low confidence]
Quelle: MTheiler (2019). CC BY-SA 4.0.
Classification Techniques
Different classification approaches include supervised and unsupervised, hard and soft, parametric and nonparametric.
Supervised Techniques
It is the process of classifying pixels with an unknown identity using samples from training sets of known informative classes. A supervised machine learning approach needs labeled input and output data throughout the training stage of the machine learning lifecycle. The model can classify previously undiscovered datasets and forecast outcomes once it has established the relation between the input and output data. Supervised machine learning highlights the fact that this approach partially involves human supervision. Supervised machine learning algorithms may predict outcomes from new, unforeseen data by recognizing patterns between input and output data.
Unsupervised Techniques
As the name suggests, unsupervised machine learning adopts a hands-off method than supervised machine learning. In unsupervised classification, statistical data are presented without any labeled outputs. Unsupervised classification is when the results (groupings of pixels with similar properties) are based on software analysis of an image without the user giving sample classes. To classify the pixels, the computer employs methods to identify corresponding pixels. Unsupervised machine learning is well-suited to respond to answer queries regarding hidden correlations and trends within the data itself. Some unsupervised learning algorithms are anomaly detection, cluster analysis, neural networks, and learning latent variable models.
Parametric Classifier
A parametric classifier's performance is determined mainly by how well the data fit the pre-defined models and how precisely the model parameters were computed. For example, in the maximum likelihood classifier, the covariance matrix and mean vector are employed as parameters. This results in a classifier which takes the input and the parameters and predicts the outcome :

For the maximum likelihood classifier, the covariance matrix and mean vector are the parameters .
Nonparametric Classifier
There are no data assumptions in nonparametric classification. Additionally, nonparametric classifiers do not compute class separation using statistical parameters. For example, Artificial Neural Networks (ANN), Support Vector Machines (SVM), and decision tree classifiers like the Random Forest (RF) exemplify the nonparametric classifier. The SVM and decision tree classifiers are supervised machine learning techniques. For a deep explanation, the reader is referred to Davies (2012).
Hard Classifier
In this type of classifier, each pixel must display class membership for just one class. Hard classifiers target the classification decision boundary directly without creating a probability estimate.
Soft Classifier
Each pixel may belong to multiple or only a few classes in this type of classifier. Soft classifiers directly estimate the class conditional probabilities and then classify based on those estimates.
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1. Provide four examples of real-world applications for Image Classification.
Facial Recognition.
Object Identification.
Logo Detection.
Medical Imaging.
4.3 Semantic Segmentation 
Segmentation is the process of classifying each pixel of an image and assigning them labels. Thus, the group of pixels with the same label is segmented to form an object highlighted in the image. There are two types of segmentation, i.e., semantic and instance segmentation. Semantic segmentation provides a similar label if the pixels are similar, i.e., classifying each pixel that belongs to the label. For example, if there are two sheep in the image, then the same label will be provided for all the pixels of sheep in the image. However, each instance is classified and labeled in the case of instance segmentation. Hence, two labels are provided for two different sheep (Szeliski, 2022) and (Davies, 2018).
Example of an Image Segmentation – Original Image
[image: A glass of water next to a computer

Description automatically generated]
Quelle: Martin Thoma (2016). CC0 1.0
Example of an Image Segmentation – Segmented Image
[image: Icon

Description automatically generated]

Quelle: Martin Thoma (2016). Public domain. 
Self-Driving Cars
Semantic segmentation will segment the objects on the road in real-time to help the self-driving cars to understand which object is living and which one is a non-living object. It can also segment the hurdles on the road to have safe driving. Hence, by identifying the different objects, it can understand which object is more important than the other and make driving decisions based on it considering the safety of the humans inside and outside the car.
Medical Images
In medical applications, semantic segmentation plays a significant role in segmenting the tumor from the normal cells. It is a widely accepted technique by most researchers and proved promising. It assists the doctors in extracting information about the diseases and highlighting the position by segmenting it for deeper analysis. Various imaging techniques are used for analysis like X-ray, Computed tomography (CT)-scan, and Magnetic resonance imaging (MRI).
State of the Art Deep Learning Architectures for Semantic Segmentation
Researchers have developed various deep learning models for semantic segmentation. The most popular are UNET (Ronneberger et al., 2015) and DeepLab (Chen et al., 2016).
UNET
U-Net is a CNN architecture designed to segment biological images. When viewed, its architecture resembles the letter U, therefore the name is U-Net. Its architecture is divided into two parts: the contracting path on the left and the expansive way on the right. The purpose of the contracting path is to capture context, whereas the purpose of the expansive path is to aid in exact localization.
Example Architecture of U-Net
[image: Diagram, schematic

Description automatically generated]
Quelle: Mehrdad Yazdani (2019). CC BY-SA 4.0.
DeepLab
DeepLab (Chen et al., 2017) is one of the state-of-the-art methods developed by google for semantic segmentation. The primary difference between UNET and DeepLab is that UNET uses regular convolutional operation while DeepLab uses an Atrous Convolution operation. Regular convolution extracts sparse features while atrous convolutional operation extracts dense features. 
The various layers of convolutions and max pooling is used in deep CNN like UNET. This has the drawback of halving the feature map's spatial resolution at each stage. Sparse features are extracted by overlaying the final feature map over the original image. The convolutional filter downsamples the input image by a factor of two. The responses only correlate to one-fourth of the locations in the image, as shown by upsampling and superimposing the feature map on the image, known as sparse feature extraction. This operation is depicted in the figure below.
Dense feature extraction is made possible by the Atrous convolution, also referred to as dilated convolution, which addresses this issue. A novel parameter called rate (r) allows for solving this problem. Simply put, atrous convolution is like regular convolution, except that its kernel's weights are spread out over r locations instead of 1. This makes the kernel of dilated convolution layers sparse. Atrous convolutional with rate r=2 is depicted in the below figure.
Atrous Convolutional with Rate r=2
[image: A picture containing text

Description automatically generated]
Quelle: Basierend auf Vincent Dumoulin, Francesco Visin (2016). 
 
The receptive fields, i.e., the size of the region of the input feature map from which each output component is derived. The convolutional layer can be freely controlled by varying the rate parameter. As a result, the convolutional filter can examine more significant portions of the input (receptive field) without sacrificing spatial resolution or growing the kernel size. 
There are various versions of DeepLab
Version 1
DeepLab 1 up-samples the filters (atrous) in subsequent convolutional layers to generate feature maps computed at a higher sampling rate by removing the down-sampling operator from the final few max-pooling layers of DCNNs. Due to this, the features with higher resolution are extracted. 
Version 2
Version 2 solves the issue of the presence of objects at different scales. This is resolved by combining the numerous atrous convolutions with different sample rates applied to the input feature map. The objects belonging to a similar class may appear in the image at different scales; this process will assist in considering these differences that can increase accuracy. This process is known as Atrous Space Pyramid Pooling.
Version 3
Version 3 resolves the issue of capturing the sharper object boundaries. This is achieved by implementing depth-wise separable convolutions along with an encoder-decoder network. A standard convolution is factored into a depth-wise convolution and a point-wise convolution (i.e., a 1 x 1 convolution) to achieve it. The depth-wise convolution independently performs a spatial convolution for each input channel, while the point-wise convolution combines the output of the depth-wise convolution.
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Modern algorithms for image segmentation are DeepLab and U-NET.

4.4 Object Recognition
Object recognition is the segmentation and the labeling problem for the identified object models. If the system is provided with an image that contains one or more objects of interest (along with the background), along with a set of labels that correspond to a set of models that it is familiar with, the system should be able to correctly assign labels to regions or sets of regions within the image. The segmentation and object recognition problems are inextricably linked to one another. Segmentation cannot be performed unless at least some of the objects in the image are recognized, and object recognition cannot occur unless the image is first segmented.
All the computer vision tasks are linked with each other. When an image is classified, it is assigned a label based on a set of criteria, while when an object is localized, a box is drawn around it. Object detection is a more complex process that combines these two tasks. It involves drawing a bounding box around each object of interest in an image and labeling it with a class. These issues are grouped under the broad definition of “object recognition.” Hence object recognition is the superset of various computer vision tasks.
YOLO (You Only Look Once)
Regarding object recognition, the YOLO model is among the most well-known deep convolution neural network models because it achieves high performance with minimal effort required during training. YOLOv1 is the name given to the first iteration of the YOLO model, initially proposed in 2016. Following several revisions and updates, the most recent version, YOLOv5, was introduced by Glenn Jocher in 2020. Python's PyTorch library was used in the development of YOLOv5. Numerous variants of YOLOv5 exist, such as YOLOv5n (nano), YOLOv5s (small), YOLOv5m (medium), and YOLOv5l (large). All versions share the same architecture, with the smallest at the first and the largest at last. The model's performance may improve as its network size grows, but this will come at the expense of increased processing time. As a direct consequence, the larger models are used to solve complex problems requiring high accuracy. (Redmon et al., 2016)
R- CNN
The R-CNN (Region-based Convolutional Neural Network) is based on rectangular region proposals used to locate objects within an image (Girshick et al., 2014). The R-CNN detection algorithm has two steps. The first step determines a subset of image regions that may contain an object, and the object is classified in each region in the second step. R-CNN carries out the following tasks:
Object localization can be accomplished in various ways in any object detection procedure. One approach is using sliding filters of different sizes, referred to as an exhaustive search method. However, in addition to it, it works with color segmentation in the image. In other words, selective search is a technique for extracting individual objects from an image by assigning them different colors. 
The regions are wrapped into 227 x 227 x 3 size images by the basic R-CNN. Warping is necessary to prevent spending time reshaping the image on CNN because the image size needs to be fixed per CNN's capacity. The ANN always requires to have the input in the same shape. That’s why wrapping is necessary. The fundamental R-CNN uses an SVM classifier to categorize various objects into their class.
Hence, R-CNN generates multiple image proposals from a single image, and the CNN is then used to generate a feature vector from those proposals. Finally, each feature vector is classified using SVMs for each object class. 
Apart from R-CNN, there are two other region-based CNN models, Fast R-CNN (Girshick, 2015) and Faster R-CNN (Ren et al., 2015). Fast R-CNN is inspired by the SPPNet (Spatial Pyramid Pooling Network). CNN takes a long time to extract the feature from each region in basic R-CNN as 2000 regions must be calculated to complete the whole process. SPPNet transforms the entire image into the feature map simultaneously, rather than the 2000 individual regions. Despite this, Faster R-CNN owns the regional proposal network, allowing it to acquire the regional proposal and thus create sets of regions. Regional proposal network is the name given to the additional CNN that Faster R-CNN has. That is the distinction between the fast and faster R-CNNs.
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R-CNN generates multiple image proposals from a single image, and CNN is then used to generate a feature vector from those proposals.
Zusammenfassung
High-level vision focuses on interpreting the features extracted by utilizing low-level vision or basic image processing techniques. Interpretation is made concerning goals like detecting objects, classifying images, and recognizing objects. It is processing the image that evolves from investigating the primary image pixels to examining the structure of the external world that generated those images to extract useful information. The model used to identify objects or segment images mainly depends on the task. 




Unit 5 – Video

Lernziele

Nach dem Abschluss dieser Lektion werden Sie...

… understand why videos are related to images.
… know how to process a video within the context of computer vision.
… explain the basics of object tracking and action classification. 

Aus der Praxis
Sie möchten Ihren Computer trainieren, den Wert und die Farbe von Spielkarten auf Ihrem Schreibtisch vorherzusagen.
Using your smartphone, take a picture of some playing cards on your desk. Upload the image to your computer, install python, install the OpenCV-python library, and read the image into a variable. Process the image of the card and crop out a single corner of the cards. In order to match the rank and suit of each single card, you need references. Take images of all possible combinations of suits and ranks with your phone and upload them on your computer.
Now you want to transit from image data to video data. OpenCV offers inline functions to call a webcam and open the video stream live. Connect a webcam via USB to your computer and implement the video streaming. You can open a live view of the camera and even classify the cards in live. Start with a low FPS, maybe set it to 5 and slowly increase the FPS rate until your computer reaches its computational maximum.
5.1 Fundamentals of Video Data, Motion, and Optical Flow

Like images, video is visual information, but it consists of time information too. Videos are defined as temporal patterns that differs with time, and videos consist of still images that change with time. Hence, videos are also termed image sequences. The spatial intensity pattern of this time sequence of images is ordered as a function of time only into a 1D analog or digital video signal using a progressive or intertwined scanning convention. The time axis is one-dimensional.
Initially, the videos were analog, and recent technology has started using digital videos. Recent videos are stored and transmitted digitally, which has increased the research in video processing for tracking humans and objects, identifying the motion, and predicting the action based on it. Hence, many use cases are developed nowadays depending on the processing of videos using state-of-the-art techniques. The various use cases of video processing are utilized in multiple fields like security in military applications, surveillance and supervision in the military, robotic applications, tracking players and their motion in the games, medical imaging, broadcasting, movies, and many more.
Video data is represented in frames, and a frame consists of pixels, as in the case of images. Consequently, a video consists of the number of frames per second (FPS), and a frame consists of the number of pixels. The number of pixels in one frame is known as resolution. The standard definition (SD) has 720p, while high definition (HD) has 1080p. The p means that it is a progressive format which displays the odds and even lines on the monitor at the same time. In contrast, interlaced videos are tagged by 720i and 1080i for example. The interlaced means that the even and odd lines are displayed as separate fields.
Every pixel combines red, green, and blue colors, and the pixel's value represents the combination of these three colors. 
Example of How a Single Frame is Split into its RGB Channel
[image: A picture containing indoor, dark

Description automatically generated]
Quelle: Nevit Dilmen (2012). CC BY-SA 3.0.
If the 8 bits are required to store each color, the color depth is 8. Mostly, in HD videos, the color depth is 10 or 12. If the color depth is 10, the pixel value requires 10x3=30 bits to represent its value (Parker & Dhanani, 2012).
Generally, the resolution is represented as 1920 x 1080. This means that there are 1080 lines in a frame, and each line consists of 1920 pixels. Hence, as each pixel requires 30 bits to store information, there are 1080 lines and 1920 pixels in a line at a time. The information contained by a video frame is represented by 30 x 1080 x 1920 = 62,208,000 bits per frame, i.e., more than 60 million bits per frame.
Motion
Video is more informative than a still image because of the motion, which gives spatiotemporal relation with the objects. This is due to the capture of movements of the objects. As humans, we can recognize even the most hidden moving objects based solely on the registered motion they generate. There are two primary reasons why motion is essential for video processing and compression. To begin, motion conveys a great deal of information about the spatial and temporal relationships between the objects in an image. Such data can be used in traffic monitoring and security surveillance, for instance, to track the arrival and departure of vehicles or the motion of people or other objects on the scene. Second, when motion is tracked in an image, image properties like intensity and color maintain a high correlation with the direction of motion. For instance, a car's paint or shape remains the same in every video frame (Bovik, 2010).Spatiotemporal
This term refers to things that has both spatial and temporal qualities.

It can be argued that motion detection is the most straightforward of the three motion-related tasks—namely, detection, estimation, and segmentation. To accomplish this, it must determine the image points or the regions of the image that have changed position between two distinct points in time (Szeliski, 2010). Thus, only videos shot with a stationary camera can benefit from using a motion detector. When camera motion is countered, image data from a moving camera can also benefit from the method.
Optical flow describes the apparent movement of various brightness patterns within an image. The motion of both the objects and the observer contributes to optic flow. As a result, optical flow can provide helpful information regarding the pattern, i.e., the spatial organization of the objects being observed and the rate at which this spatial pattern is shifting. Disruptions in the light flow can help segment an image into parts representing different objects. Such segmentation has been attempted using differences between consecutive image frames (Horn & Schunck, 1981).
In simpler terms, optical flow describes an object's apparent movement from one consecutive sequence frame to the next due to the relative motion of the object and the camera. The image below depicts an optical flow for a red circle with a dark background. 
Example of Optical Flow
[image: ]
Quelle: Dhatfield. (2008). Public domain.
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Optical flow describes the apparent movement of various brightness patterns within an image.

5.2 Object Tracking
Object tracking is estimating the position of the desired object in a scene based on historical data. Deep learning is used in object tracking, in which an algorithm follows the trajectory of a moving object. Moreover, it is the task of forecasting the positions of moving objects in a video, in addition to any other pertinent information about those objects. Object tracking typically begins with locating the objects to be tracked. The summary of the steps is given below:
1. Object detection, i.e., the method of detecting and classifying objects using an algorithm that generates a box around them.
2. Creating a unique identifier for each object (ID).
3. Keeping track of the detected object moving through the frames while storing the data is essential to the tracking process.
Object tracking is different from object detection because it can estimate or predict where a target object will be in each frame of a video once the initial position of the target object has been found. In contrast, object detection refers to the action of selecting a specific target object from among those contained in a single video or image frame. For object detection to succeed, the input image must have a target. If something gets in the way of the target object, it won't be able to find it. An object tracker can be taught to follow an object's path even if it becomes obscured. There are two types of object tracking.
Image Tracking
Image tracking recognizes and follows images automatically. It is most used in augmented reality. For instance, the algorithm identifies two-dimensional planar images from a camera's input, which can be used to superimpose a three-dimensional graphic. After the 3D picture has been superimposed on top of the 2D image, the user can change the camera's direction without losing sight of the underlying surface. Various companies utilize such technologies to provide customers with a virtual representation of how their products will appear in their environments.
Video Tracking
Video tracking is the process of identifying and following a moving target within a video, known as “video tracking.” Video tracking aims to correlate or establish a connection between target objects as they appear in each video frame. This can be done by following the target object in each video frame. In other words, video tracking is looking at the video frames individually and putting together where the object was in the past and now by guessing and making a bounding box around it. The ability of video tracking to process video footage in real-time has made it useful in many fields, including traffic monitoring, autonomous vehicles, and security.
The steps in object tracking are 
1. Initializing the target: The first frame of the video incorporates the procedure of drawing a bounding box around the exciting object. The tracker then has to draw the bounding box and predict where the object will be in the remaining frames.
2. Appearance modeling: It is concerned with simulating an object's visual appearance. When the object being tracked moves through different scenes, the lighting, angle, speed, etc., may change how the object looks, and this could cause the algorithm to get the wrong information or lose track of the object. It is necessary to carry out appearance modeling to ensure that modeling algorithms can capture the myriad of changes and distortions caused when the target object is moved. It is done by visual representations, i.e., focusing on developing robust features and representations that can describe the object visually. Also, statistical learning techniques are employed to construct mathematical approaches for object identification effectively.
3. Estimating motion: The predictive ability of the model to accurately predict the object's future position is typically inferred when performing motion estimation.
4. Positioning target: Motion estimation provides a rough estimate of the possible region where the object may most likely be found. Once the object's location is estimated, a visual model can pinpoint its precise coordinates.
5. Object tracking can be classified into single object tracking and multi-object tracking, depending on the number of objects being tracked. Single object tracking refers to tracking an object of interest in one class and searching for the same object on each video frame. Conversely, multi-object tracking keeps track of each object of interest in the video. Starting with the number of objects in each frame, the tracking algorithm remembers their identities from one frame to the next until the point where they leave the frame.
The various applications of object tracking are given below.
1.	Surveillance: Visual surveillance has a long history in computer vision, and one of its early primary applications was to obtain intelligence on military activities from high-flying aircraft or satellites (Davies, 2017). Despite this, following the introduction of ever more affordable video cameras, it eventually became widespread to observe traffic congestion. In more recent years, it has become almost universal to track commuters. In reality, its use has expanded far beyond this, with the ultimate goal being the identification of criminals or suspicious individuals like thieves. Along with safety and crime, surveillance can track other activities like monitoring crowds in cricket matches, identifying overcrowded places in case of stations and roads, controlling riots, etc.
2.	Vehicle tracking: Vehicles can be tracked by using their license plates. From the license plate, it is easy to identify the vehicle's owner. Hence tracking the license plate in the videos will be helpful to impose a fine on the owner if the traffic rules are not followed or to automate parking houses. There are three main steps in identifying license plates: locating the plate and segmenting it, segmenting the individual characters, and recognizing them (Davies, 2017).
The various deep learning algorithms like CNN, Recurrent neural networks (RNN), Long short-term memory (LSTM) are widely utilized for object tracking.
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Object tracking is estimating the position of the desired object in a scene based on historical data.
5.3 Action Recognition
Automatic video indexing has emerged as one of the most formidable obstacles in computer vision. Consequently, an increasing number of researchers are concentrating on automatically extracting high-level information from videos to describe the semantic content of the videos. Therefore, “event-based” and “action-based” classification methods are gradually replacing low-level-based ones in many applications. Both people and computer vision models must master the ability to recognize and differentiate between various motions to function correctly. The presence of human activity can be seen virtually everywhere, from personal surveillance systems to movies and television shows. As part of computer vision, action recognition is problematic because it needs information about the context. For example, the same motion can mean different things (e.g., starting a vehicle or locking the car). Large datasets of still images or moving videos are used to train artificial intelligence models for action recognition.Action recognition
refers to the computer’s ability to recognize movement from a human being, a robot, or any other object.

Action classification is one of the parts of action recognition, which includes action classification and localization. The goal of action classification is to identify the activity depicted in an image or video and give it the appropriate label, like dancing, reading, etc. However, specific action and a video are required as inputs to perform action localization. The goal of action localization is to pinpoint the precise position and time in the video at which the action is being carried out. 
The various applications of action recognition and classification are given below:
· Security: Action recognition and classification can be used with surveillance cameras to help locate and separate footage of individuals engaging in suspicious behavior, particularly in odd circumstances like late night hours or enclosed spaces. The system can then send notifications to the appropriate people for further investigation.
· Media: With the help of an action recognition system, it is possible to quickly and accurately identify relevant content among vast amounts of multimedia (photos, videos, etc.). 
· Sports: Sports videos are fascinating because they have a lot of economic potential. Different works that address this issue can be broadly classified into two groups. The first one tends to label actions in sports with terms with a low semantic level, and it does so without using prior knowledge about the sport being studied. In contrast, the second one uses domain knowledge to extract elevated semantic features from sport-related actions.
· Healthcare: Supporting older adults with cognitive impairment who want to live independently at home rather than in a hospital is a problem. Creating “smart environments” aims to aid the elderly and those with risk factors who prefer to age in place without moving into an assisted living facility. For a home to qualify as an intelligent environment, it must be able to pick up on the occupant's routines and respond accordingly. It should be able to identify potential dangers as well. In addition, once such a system has been finished and is fully operational, it ought to be able to recognize irregularities or variations in the routine of the occupant, which may be an indication of a decline in the occupant's capabilities. To get reliable results, collecting as much data as possible about the environment is essential so that the system can always find and follow the supervised person and detect where their limbs are and what they're touching. In analyzing human activity, there are times when the minute details, such as the direction of the gaze or the hand gestures, can provide crucial information. Therefore, the person being monitored needs to be in a sophisticated setting that features technological amenities such as sensors, cameras with multiple views, and speakers.
According to Zhu et al. (2020), action recognition algorithms face various challenges. 
· When it comes to datasets, it is not easy to define the label space for training action recognition models. This is because human actions are composite concepts, and their hierarchy is unclear.
· The process of annotating videos for action recognition is time-consuming, i.e., one must watch each frame of the video and be fraught with uncertainty, e.g., it's tough to precisely determine the start and end of the action. 
· Certain well-known benchmark datasets, such as Kinetics and Carreira (2019), only make the video links available for users to download, not the videos themselves. This results in a situation in which different methods are judged using various sets of data. As a result, it is impossible to make reliable comparisons between different approaches and learn anything from them.
Algorithms like Improved Dense Trajectories (Wang et al., 2013), a popular approach that extracts trajectories and features from a compact set of interest points, encodes them in a fixed-sized video description and then trains a classifier like SVM on the resulting “bag of words” representation. In this method, each frame requires a considerable amount of preprocessing. However, by using DL approaches, there is no need for any preprocessing. The use of DL for action recognition started in 2014 with two research (Karpathy et al., 2014); (Simonyan & Zisserman, 2014) focusing on utilizing the CNN architecture for video classification and action recognition, respectively. 
Deep learning algorithms like CNN, RNN, LSTM, etc., are utilized for action recognition. Nevertheless, spatiotemporal features like the function of optical flow as an input, the effects on real-time capabilities, the concision and applicability of the learned features, etc., are also aggregated using different deep architectures to enhance the predictability of the trained model.
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The goal of action classification is to identify the activity depicted in an image or video and give it the appropriate label.
Zusammenfassung
Video data is strongly connected to image data, as a Video is simply a collection of multiple images along a time axes. However, Video data enhances the application area of computer vision a lot. There are thousands of use cases which can be solved with video stream or recordings. 
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