Einheit 3
Bayes'sche Inferenz und nichtparametrische Techniken

STUDIENZIELE
Nach Abschluss dieser Einheit werden Sie gelernt haben...
- über prioritäre Verteilungen, posteriore Verteilungen und konjugierte Prioritäten und verwenden diese, um
die Bayes-Schätzung eines interessierenden Parameters zu finden.
- wie man zwischen objektiven, schwach informativen und informativen Prioritäten unterscheidet.
- Jeffreys Regel zur Bestimmung von schwach informativen, transformationsinvarianten und Prioren
Verteilungen.
- wie man Parzen-Fenster zur Annäherung an die Dichte einer Verteilung verwendet
beobachtete Daten.
- die k-nächsten Nachbarn sowohl bei der Klassifizierung als auch bei der Dichteschätzung.
3. Bayes'sche Inferenz und nichtparametrische Techniken
Einführung
Angenommen, wir haben eine (möglicherweise verzerrte) Münze, die mit einer unbekannten Wahrscheinlichkeit π auf Kopf fällt. Der frequentistische Ansatz zur Schätzung von π besteht darin, Daten zu sammeln, die Münze eine feste Anzahl von Malen zu werfen und den Anteil der Fälle zu berechnen, in denen die Münze auf Kopf fällt. Dies ist die frequentistische (maximale Wahrscheinlichkeit) Schätzung von π. Im Gegensatz dazu behandelt die Bayes'sche Statistik π als Zufallsvariable und ordnet den Werten von π auf der Grundlage früherer Erfahrungen oder Kenntnisse eine Wahrscheinlichkeitsverteilung zu. Anschließend werden Beobachtungen aufgezeichnet (Münzwürfe).
Die vorherige Verteilung bildet zusammen mit den Beobachtungen die Grundlage für die Bayes'sche Schätzung von π.
Die beiden übergreifenden Ziele dieser Einheit sind (i) eine grundlegende Einführung in die Bayes'sche Statistik und (ii) die Erörterung einiger gängiger nichtparametrischer Verfahren. In der frequentistischen Statistik wird davon ausgegangen, dass ein interessanter Parameter (z. B. der Mittelwert einer Gauß-Verteilung) deterministisch (nicht zufällig) unbekannt ist. In der Bayes'schen Statistik geht man davon aus, dass ein interessanter Parameter eine Zufallsvariable ist. Zusammengefasst: Nehmen wir an, wir wollen den Mittelwert μ aus einer Gaußverteilung N μ, σ schätzen, wobei σ bekannt ist (z. B. σ = 1). In der frequentistischen Statistik gehen wir davon aus, dass μ unbekannt, aber deterministisch ist. Beim Bayes'schen Ansatz behandeln wir μ als Zufallsvariable. Anschließend wählen wir auf der Grundlage von Vorwissen oder Fachwissen eine Verteilung von μ, die nicht von den aktuell beobachteten Daten abhängt. Diese Verteilung wird als Prior-Verteilung bezeichnet. Wir werden dies in den Abschnitten 3.1 und 3.2 näher erläutern.
Die Wahl des Priors ist nicht unumstritten. Wir können entweder objektiv sein, in diesem Fall stimmen wir einfach mit der MLE-Schätzung überein, oder wir können subjektiv sein, in diesem Fall beziehen wir einige Informationen über den interessierenden Parameter auf der Grundlage von Erfahrungen ein. Wenn wir beispielsweise π völlig objektiv betrachten wollen, dann können wir sagen, dass er mit gleicher Wahrscheinlichkeit jeden Wert zwischen 0 und 1 annehmen kann. Wenn wir subjektiv sein wollen und fast alle Münzen, die wir in unserer Erfahrung gesehen haben, unverzerrt waren, können wir eine Verteilung von π verwenden, die eine scharfe Spitze bei 0,5 hat. In Abschnitt 3.2 werden wir uns mit verschiedenen Arten von Prioren befassen und einen wichtigen (halb)objektiven Prior, den Jeffrey-Prior, vorstellen. Wenn wir einen Parameter von Interesse aus einer vorgegebenen Familie von Verteilungen (Gauß, Bernoulli usw.) bestimmen müssen, verwenden wir Methoden wie die Methode der Momente, die maximale Wahrscheinlichkeit und Bayes'sche Methoden, um diesen unbekannten Parameter zu schätzen. Wir haben zwar einige beobachtete Daten, können aber nicht davon ausgehen, dass sie aus einer bestimmten Verteilungsfamilie stammen (z. B. kann nicht von einer Gauß-Verteilung ausgegangen werden). Vielleicht zeigt das Histogramm eine Verteilung, deren Form nicht zu einer Standardverteilungsfamilie gehört. Wir können nicht von einer Familie ausgehen, und die Verwendung parametrischer Methoden zur Analyse dieser Daten ist nicht sinnvoll. In solchen Situationen versuchen wir, die Dichte der Verteilung direkt aus den Daten zu approximieren. Wenn
Da wir keine Annahmen über die Dichte machen und stattdessen direkt versuchen, eine Dichte zu schätzen, befinden wir uns im Bereich der nichtparametrischen Verfahren. Zu diesem Zweck wird in Abschnitt 3.3 auf Parzen-Fenster eingegangen. Dabei handelt es sich um eine Methode zur Schätzung der Dichte (PDF) der Verteilung, aus der die beobachteten Daten möglicherweise gezogen wurden, ohne dass Annahmen über die Verteilungsfamilie getroffen werden. Eine weitere gängige Technik zur Dichteschätzung ist die k-Nächste-Nachbarn-Methode (k-NN). Die Standardanwendung dieser Technik besteht darin, unbeobachtete Datenpunkte der einen oder anderen Klasse zuzuordnen, indem die k nächstgelegenen Datenpunkte aus den beobachteten Daten gebeten werden, auf der Grundlage ihrer eigenen Klasse abzustimmen. In Abschnitt 3.4 wird der k-NN-Ansatz zur Klassifizierung erläutert und gezeigt, wie diese Methode zur Schätzung der Dichte einer beobachteten Stichprobe angepasst werden kann.

3.1 Bayessche Parameter-Schätzung
Das Bayes-Gesetz ist das Herzstück der Bayes'schen Statistik. Nehmen wir uns einen Moment Zeit, um diese Formel neu zu formulieren, da sie die Grundlage für die Bayes'sche Parameterschätzung bildet. Erinnern wir uns daran, dass die bedingte Wahrscheinlichkeit ℙ A B "die Wahrscheinlichkeit des Ereignisses A unter der Voraussetzung, dass B eingetreten ist", wie folgt definiert ist
xxx
In Worten: Die bedingte Wahrscheinlichkeit ist die gemeinsame Wahrscheinlichkeit geteilt durch die Wahrscheinlichkeit des bedingten Ereignisses. Wir können diese Formel wie folgt umschreiben
xxx
Mit anderen Worten: Die gemeinsame Wahrscheinlichkeit ist das Produkt aus der bedingten Wahrscheinlichkeit und der Randwahrscheinlichkeit (des bedingten Ereignisses). Wir sind nun bereit, die Formel von Bayes aufzustellen:
xxx
Wenn wir dann Ac als Bezeichnung für das Ereignis verwenden, das komplementär zu A ist, haben wir B = B ∩ A ∪ B ∩ Ac , außerdem B ∩ A ∩ B ∩ Ac = ∅. Daher,
xxx
Wenn man schließlich die Beziehung zwischen gemeinsamen Wahrscheinlichkeiten und bedingten Wahrscheinlichkeiten verwendet, erhält man das gesamte Wahrscheinlichkeitsgesetz.
Xxx
Die Formel von Bayes kann nun in ihrer üblichen Form geschrieben werden:
Xxx
Wenn wir nämlich eine Folge von Ereignissen A1, A2, ... Ak haben, die paarweise disjunkt sind (Ai ∩ Aj = ∅ für i ≠ j) und deren Vereinigung alle möglichen Ergebnisse enthält, dann können wir die Bayes-Formel in ihrer allgemeinsten Form schreiben (Downey, 2016):
xxx
Wir sind nun bereit, über die Bayessche parametrische Schätzung zu sprechen. Nehmen wir an, es gibt zwei Urnen, die jeweils Kugeln enthalten, die bis auf ihre Farbe identisch sind. Die möglichen Farben sind blau, orange und grün. Diese Urnen befinden sich in einer Maschine, die bei Aktivierung eine Kugel aus einer der Urnen zurückgibt. Das heißt, sie wählt eine der Urnen nach dem Zufallsprinzip aus und wählt dann eine Kugel aus dieser Urne nach dem Zufallsprinzip aus. Die erste Urne enthält drei blaue, fünf orangefarbene und zwei grüne Kugeln. In der zweiten Urne befinden sich drei blaue, fünf orangefarbene und zehn grüne Kugeln. Wir wissen nicht, wie die Maschine die Urnen auswählt. Vielleicht wählt sie die erste Urne mit einer Wahrscheinlichkeit von 50 Prozent und die zweite Urne mit einer Wahrscheinlichkeit von 50 Prozent. Oder sie wählt die erste Urne mit einer Wahrscheinlichkeit von 30 Prozent und die zweite Urne mit einer Wahrscheinlichkeit von 70 Prozent. Wenn wir herausfinden können, mit welcher Wahrscheinlichkeit er die erste Urne wählt, können wir leicht die Wahrscheinlichkeit ableiten, mit der er die zweite Urne wählt. Bezeichnen wir mit θ die Wahrscheinlichkeit, dass die Maschine die erste Urne wählt. Dann ist 1 - θ die Wahrscheinlichkeit, dass sie sich für die zweite Urne entscheidet. Bevor wir etwas beobachten, was diese Maschine produziert, können wir sagen, dass θ eine Zufallsvariable ist, die mit gleicher Wahrscheinlichkeit eine beliebige Zahl aus der Menge 0 . 2, 0 . 5, 0 . 7 . Mit anderen Worten: ℙ θ = 0,2 = ℙ θ = 0,5 = ℙ θ = 0,7 = 1/3. In der Bayes'schen Statistik wird diese Verteilung als Prioritätsverteilung bezeichnet. Wir lassen die Maschine einmal laufen und beobachten einen grünen Ball. Anhand dieser Beobachtung (Daten) wollen wir unsere Verteilung über θ aktualisieren. Dazu verwenden wir die Formel von Bayes. Der folgende Ausdruck berechnet die Wahrscheinlichkeit, dass θ = 0,2 ist:Vorabverteilung
Diese Verteilung ist der Zielparameter von Interesse, der vor der Beobachtung von Daten festgelegt wird. Sie kodiert unsere Überzeugung über den Parameter von Interesse.

xxx
Als nächstes wird die Wahrscheinlichkeit ℙ G θ = 0 berechnet. 2 betrachtet zwei Fälle: (i) dass die Kugel aus der ersten Urne stammt und (ii) dass die Kugel aus der zweiten Urne stammt.
xxx
Ähnlich,Beweise
Die (unbedingte) Wahrscheinlichkeit der Beobachtung des
Die Daten sind der Beweis.

Xxx
Bei jeder dieser Berechnungen wird die Wahrscheinlichkeitsmenge, die im Nenner der Bayes'schen Formel steht, als Evidenz bezeichnet. Setzt man diese Werte in die Bayes-Formel ein, erhält man
Xxx
Auf ähnliche Weise können wir Folgendes berechnen:
ℙ θ = 0,5 G ≈ 0,3232
ℙ θ = 0,7 G ≈ 0,2624
Jetzt haben wir eine neue Verteilung für θ. Diese neue Verteilung, die die vorherige Verteilung und die neue Beobachtung berücksichtigt, wird als posteriore Verteilung bezeichnet. Wenn wir hier aufhören, kann die Bayes-Schätzung von θ entweder durch Berücksichtigung des Modus, des Wertes von θ mit der höchsten Posterior-Wahrscheinlichkeit, θ Bayes,Modus = 0 . 2 oder des Mittelwertes berechnet werden,
xxx
Wie auch immer, wir sehen, dass es wahrscheinlicher ist, dass die Maschine die zweite Urne mit höherer Wahrscheinlichkeit auswählt, wenn wir nur diese eine Beobachtung berücksichtigen. Bleiben wir bei dieser Idee, nehmen aber ein paar Anpassungen vor. Als Prioritätsverteilung nehmen wir an, dass θ mit gleicher Wahrscheinlichkeit einen Wert zwischen 0 und 1 annimmt, d. h. θ U 0, 1 . Außerdem nehmen wir an, dass jede der Urnen eine unendliche Anzahl von blauen oder grünen Kugeln enthält. Die erste Urne enthält blaue und grüne Kugeln mit den Anteilen 0,4 bzw. 0,6. Die zweite Urne enthält Blau und Grün mit den Anteilen 0,7 und 0,3. Als nächstes lassen wir die Maschine zehnmal laufen, um zehn Kugeln zu erhalten. Wir beobachten vier blaue und sechs grüne Kugeln. Wir möchten die Wahrscheinlichkeit θ schätzen, dass diese Maschine die erste Urne auswählt. Fassen wir unsere Beobachtungen zu einem Ereignis D = B, B, B, B, G, G, G, G, G,G zusammen, wobei B eine blaue Kugel und G eine grüne Kugel bezeichnet.
Berechnen wir ℙ D θ = t mit der Bayes-Formel. Jede Kugel stammt entweder aus der ersten Urne oder aus der zweiten Urne. Daher,
xxx
Diese Größe wird Likelihood genannt. Der Zähler der Bayes-Formel ist die Likelihood mal der Prior-Verteilung. Da der Prior gleichmäßig auf (0, 1) ist, ist seine Wahrscheinlichkeitsdichtefunktion konstant 1. Da θ als kontinuierliche Zufallsvariable angenommen wird, ist die Evidenz das Integral dieser Größe. Evidenz = ∫0 1 Wahrscheinlichkeit Å~ Prior
xxx
Schließlich wird mit der Bayes-Formel die Posterior-Verteilung berechnet,
Xxx

TIPP
Sie sollten sich hier auf die Formeln und Konzepte konzentrieren und nicht unbedingt darauf, wie man das Integral im Beweis berechnet, da Sie nicht für langwierige Berechnungen mit Integralen verantwortlich sind.

Fassen wir die wichtigsten Ideen zusammen, die wir gerade diskutiert haben. Für jede parametrische Inferenz benötigen wir einen beobachteten Datensatz, D, und die Verteilung, aus der diese Daten gezogen werden, f . θ, basierend auf einem oder mehreren unbekannten Parametern von Interesse, θ. Unser Ziel ist es, θ zu schätzen. Der frequentistische Ansatz behandelt θ als eine unbekannte, aber deterministische (nicht zufällige) Größe und verwendet die Maximum-Likelihood-Methode. Bei der Bayes'schen Inferenz behandeln wir θ als Zufallsvariable und kodieren unsere vorherige Überzeugung, indem wir eine Verteilung angeben, die als Prior bezeichnet wird: θ prior θ . Anschließend leiten wir unter Verwendung der Bayes-Formel die Posterior-Verteilung, post θ, ab (Hogg et al., 2019)
xxx
Wenn θ diskret ist, dann ist ℙ D = Σθ l D θ prior θ Wenn es kontinuierlich ist, dann ist ℙ D = ∫-∞∞ l D θ prior θ dθ
Schließlich ist die Bayes-Schätzung (Mittelwert) Epost θ . Für diskrete θ haben wir θBayes = Epost θ = Σθθpost θ und für kontinuierliche θ haben wir θBayes = Epost θ = ∫-∞ ∞ θpost θ dθ
Der rechnerisch schwierigste Teil dieses Prozesses ist die Berechnung der Beweise. In der Praxis ist es nicht notwendig, diese direkt zu berechnen. Die Evidenz ist lediglich eine normalisierende Konstante, die sicherstellt, dass das Posterior eine gültige Verteilung ist. Bei unseren Berechnungen geht es also nur darum, die Form der Posterior-Verteilung zu finden. Daher können wir den Evidenzterm ignorieren und nur die Größen berücksichtigen, die den interessierenden Parameter betreffen. Die Gleichheit wird durch die Proportionalität ersetzt, so dass wir haben
xxx
Sobald wir die Form des Posteriors kennen, können wir die Konstante wählen, die das Posterior zu einer gültigen PMF (PDF) macht. Im nächsten Beispiel werden wir die Beta-Verteilung verwenden müssen. Erinnern wir uns daran, dass, wenn X Beta α, β ist, seine PDF gegeben ist durch
fX x =
Γ α + β
Γ α Γ β xα - 1 1 - x β - 1, 0 ≤ x ≤ 1
0, sonst 
Der Mittelwert der Beta-Verteilung ist gegeben durch α
α + β.

Beispiel 3.1.1
Unser Ziel in diesem Beispiel ist es, eine Schätzung für die Wahrscheinlichkeit von Kopf, θ, einer (möglicherweise verzerrten) Münze zu finden. Wir werfen eine Münze fünfmal und beobachten {H,H,T,H,T}. Nehmen wir eine Prioritätsverteilung für θ an, die θ Beta 2, 2 ist. Ermitteln Sie die Posterior-Verteilung und die Bayes-Schätzung (Mittelwert), θBayes.
Lösung
Wir beginnen damit, die Wahrscheinlichkeit aufzuschreiben. Wir können die beobachteten Daten als X = 1 für Kopf und X = 0 für Zahl kodieren. Als solches ist X Bernoulli θ und seine PMF ist fX x = θx 1 - θ 1 - x, für x = 0, 1 und ansonsten Null. Unsere Daten sind also D = x1, ..., x5 = 1, 1, 0, 1, 0 und die Wahrscheinlichkeit ist gegeben durch
xxx
Weiter wissen wir, dass θ Beta 2, 2 ist, daher ist die Prioritätsverteilung gegeben durch prior θ ∝ θ 1 - θ , 0 ≤ θ ≤ 1 0, sonst
Der Nachsatz ist gegeben durch
Xxx
Man beachte, dass das Posterior die Form einer Beta-Verteilung hat. Wir können die Parameter über die Mustermaschine θ5 - 1 1 - θ 4 - 1 ableiten und sehen, dass die Posterior-Verteilung von θ Beta(5,4) ist. In der folgenden Abbildung sind die Wahrscheinlichkeits-, die Prior- und die Posterior-Verteilung zu sehen. Unter Verwendung dieser Posterior-Verteilung können wir die Schätzung des Bayes'schen Mittelwerts schreiben als
Xxx

Abbildung 17: Graphen der Likelihood-, Prior- und Posterior-Verteilung aus dem Beispiel
3.1.1

Für das obige Beispiel hätte der frequentistische Ansatz darin bestanden, θ über die MLE zu schätzen, die θMLE = 35= 0,6 ist. Die vorherige Schätzung ist der Mittelwert der vorherigen Verteilung, die θprior = 2 ist
2 + 2 = 12
= 0.5. Beachten Sie, dass die Bayes-Schätzung zwischen diesen beiden Schätzungen liegt. Sie ist sogar ihr gewichteter Durchschnitt:
θBayes = 59
= 59
. 35
+ 49
. 12
= 59
θMLE + 49
θprior
Dies ist kein Zufall. Wenn wir das Beispiel 3.1.1 in einem allgemeineren Rahmen durchführen, sagen wir, unser beobachteter Datensatz ist
D = 1, ..., 1
h-Zeiten
, 0, ..., 0
n - h mal
und der Prior für θ ist Beta α, β . Die Wahrscheinlichkeit ist
xxx
und die Priorität ist
prior θ ∝ θα - 1 1 - θ β - 1, 0 ≤ θ ≤ 1
0, sonst
Daher folgt das Posterior erwartungsgemäß Beta h + α, n - h + β . Die Bayes-Schätzung (Mittelwert) ist θBayes = h + α
n + α + β. Die MLE-Schätzung ist θMLE = hn, und die vorherige Schätzung ist
θvorher = α
α + β. Schließlich können wir die Bayes-Schätzung als gewichtete Summe der MLE- und Prior-Schätzungen schreiben:
xxx
Für α,β,n > 0 gilt 0 < λ, 1 - λ < 1. Daher liegt die Bayes-Schätzung in der Tat zwischen der MLE und den vorherigen Schätzungen. Dies verdeutlicht eine wichtige Eigenschaft. Wenn n groß ist (wir haben viele Daten), dann ist λ nahe bei 1 und 1 - λ nahe bei Null, so dass die Bayes-Schätzung nahe am MLE liegt. Wenn wir andererseits nicht viele Daten haben (n ist klein im Verhältnis zu α +β), dann ist λ klein und 1 - λ ist nahe bei 1, und die Bayes-Schätzung liegt nahe am Prior. Die folgende Abbildung zeigt die MLE- und Prior-Schätzungen zusammen mit der Bayes-Schätzung (Mittelwert)
für verschiedene Stichprobengrößen. Der berechnete Wert aus Beispiel 3.1.1 wird ebenfalls angezeigt.

Abbildung 18: Bayes-Schätzung versus Stichprobenumfang in Relation zu MLE-Schätzung und Prior
Mittlere

Andererseits beeinflussen bei einem festen Stichprobenumfang auch die Parameter des Priors die Bayes-Schätzung. Die folgende Abbildung zeigt die Bayes-Schätzung gegen α + β mit α = β für eine feste Stichprobe mit dem Umfang n = 5 und der Summe der beobachteten Werte Σxi = 3, wie in Beispiel 3.1.

Abbildung 19: Bayes-Schätzung für einen festen Stichprobenumfang gegenüber den Parametern des Priors in
Beziehung zum MLE-Schätzwert und zum vorherigen Mittelwert

Diese Zerlegung der Bayes-Schätzung gilt nicht nur für die Bernoulli-Beta-Kombination.
Angenommen, D = x1, ..., xn wird aus einer Gauß-Verteilung N μ, σ mit unbekanntem μ und bekanntem σ beobachtet. Auf der Grundlage unserer Überzeugungen setzen wir den Prior für μ N μ0, 1 . Die posteriore Verteilung von μ ist ebenfalls gaußförmig mit μ D N
nx + μ0σ2
n + σ2 , σ2 1 + σ2/n . Daher ist die Bayes-Schätzung μBayes =
nx + μ0σ2
n + σ2 . Die MLE-Schätzung für μ ist der Stichprobenmittelwert μMLE = x und der Prioritätsmittelwert ist μprior = μ0. Wie zuvor können wir die Bayes-Schätzung als gewichtete Summe der MLE- und der Prior-Schätzungen schreiben:
xxx
Die nachstehende Abbildung zeigt die Beziehung zwischen der Bayes-Schätzung von μ und dem Stichprobenumfang in Bezug auf die MLE-Schätzung und den vorherigen Mittelwert für ein Gauß-Modell.
Maximum a posteriori
Schätzung
Dies ist der Wert des
Zielparameter, bei dem die posteriore Verteilung ihr globales Maximum erreicht; im Wesentlichen der Modus der posterioren Verteilung.

Abbildung 20: Schätzung des Bayes-Mittelwerts gegenüber dem Stichprobenumfang für ein Gauß-Modell in Bezug auf
MLE und Prior-Mittelwert

Bislang war unsere Bayes-Schätzung das posteriore Mittel. In der Praxis haben einige Forscher auch
eine andere Schätzung verwenden: die maximale a-posteriori-Schätzung (MAP). Die MAP-Schätzung ist die
Maximierer der Posterior-Verteilung:
θMAP = argmax
θ
Post θ
Der Maximierer von Beta θ α, β ist α - 1
α + β - 2 für α, β > 1. Die Posteriorverteilung in Beispiel 3.1.1 war Beta(5, 4). Daher ist die MAP-Schätzung für dieses Beispiel θMAP = 47≈ 0,5714. Wenn das Posterior gaußförmig ist, ist die Schätzung des Bayes-Mittels die gleiche wie
die MAP-Schätzung. Dies liegt daran, dass eine Gaußsche Verteilung ihr Maximum bei ihrem Mittelwert erreicht. Bei der Bayes'schen Parameterschätzung wird ein unbekannter Parameter von Interesse als Zufallsvariable behandelt. Zunächst legen wir eine Prior-Verteilung für unseren interessierenden Parameter fest. Anschließend wird die Bayes-Formel verwendet, um die Posterior-Verteilung unter Verwendung dieser Prior-Verteilung und der beobachteten Daten zu ermitteln. Schließlich verwenden wir die Posterior-Verteilung, um eine Bayes-Schätzung für den Parameter von Interesse zu berechnen. Die beiden üblichen Bayes-Schätzungen sind der Posterior-Mittelwert, der den Erwartungswert der Posterior-Verteilung darstellt, und der Maximierer (Modus) der Posterior-Verteilung.
Prior konjugieren
Im Allgemeinen wird eine prioritäre Verteilung, die zu einer posterioren Verteilung der gleichen Funktionsform mit unterschiedlichen Parametern führt, als konjugiert bezeichnet
vor.

3.2 Vorrangige Wahrscheinlichkeitsfunktionen
Die Prioritätsverteilung eines interessierenden Parameters kodiert die Überzeugungen über diesen Parameter. In Abschnitt 3.1 haben wir einen Beta-Prior für den Parameter π der Bernoulli-Verteilung verwendet. Die resultierende Posterior-Verteilung von π ist ebenfalls Beta (allerdings mit anderen Parametern). Daher wird der Prior von Beta als konjugierter Prior bezeichnet. Konjugierte Prioren sind wünschenswert, weil sie es uns ermöglichen, das Posterior analytisch und mit Formeln zu untersuchen. Vor der Popularisierung des Rechnens war ein konjugierter Prior die einzige Möglichkeit, Posterioren zu untersuchen. Heute gibt es diese Einschränkung nicht mehr, und es steht uns frei, jede beliebige Prior-Verteilung zu wählen, die wir für geeignet halten, um unsere Überzeugungen bezüglich des interessierenden Parameters zu kodieren. Die nachstehende Tabelle zeigt einige konjugierte Prioritäten für bestimmte Likelihoods.

Tabelle 9: Konjugierte Prioren für einige diskrete und kontinuierliche Wahrscheinlichkeiten
	Wahrscheinlichkeiten
	Zielparameter
	Prior konjugieren

	Bernoulli (π)
	π (Wahrscheinlichkeit)
	Beta

	Binomisch (n, π)
	π (Wahrscheinlichkeit)
	Beta

	Poisson λ()
	λ (Rate)
	Gamma

	Geometrisch (π)
	π (Wahrscheinlichkeit)
	Beta

	N (μ, σ)
	μ (Mittelwert)
	Gaußscher

	Exponential (λ)
	λ (Rate)
	Gamma

	Gamma (α, β)
	β (Rate)
	Gamma



Im Allgemeinen können wir Prioritäten in drei Kategorien einteilen:
1. Objektive Prioritäten
2. Schwach informative Prioritäten
3. Subjektive (hoch informative) Prioritäten
Objektive Prioritäten erzwingen nur Bereichsrestriktionen für den Zielparameter. Betrachten wir eine Wahrscheinlichkeit nach Bernoulli π . Ein objektiver Prior ist gegeben durch den Prior π U 0, 1 , die Gleichverteilung auf dem Intervall 0, 1 . Dieser Prior zwingt den Parameter, zwischen 0 und 1 zu liegen, was für einen Wahrscheinlichkeitsparameter wie π erforderlich ist. Ein schwach informativer Prior ist gegeben durch den Prior π = Beta π 1/2, 1/2 ∝ 1
π 1 - π . Dieser Prior zwingt π dazu, sich ausschließlich zwischen 0 und 1 zu bewegen, wobei er Extremwerte (nahe 0 oder 1) leicht bevorzugt und ansonsten nahezu einheitlich ist. Ein Beispiel für einen subjektiven Prior könnte der Prior π = Beta π 10, 10 ∝ π9 1 - π 9 sein.
Bei dieser Verteilung werden Werte nahe 1/2 stark bevorzugt. Die nachstehende Abbildung zeigt die Graphen dieser drei Prioritätsverteilungen.

Abbildung 21: Graphen verschiedener Typen von Priors für einen Wahrscheinlichkeitsparameter

Die Wahl der Prioren hat einen großen Einfluss auf die mit Bayes'schen Methoden erhaltenen Schätzungen. Daher ist die Wahl eines geeigneten Priors sehr wichtig. Die Wahl eines schlechten Priors kann dazu führen, dass die erhaltenen Schätzungen unbrauchbar werden. Im Allgemeinen gibt es zwei Denkschulen bezüglich der Wahl von Prioren: subjektive Bayesianer und objektive Bayesianer. Subjektive Bayesianer vertreten die Ansicht, dass der Prior alle verfügbaren Informationen (z. B. frühere Erfahrungen) enthalten sollte. Objektive Bayesianer argumentieren, dass wissenschaftliches Denken so objektiv wie möglich sein muss, und dass das Einbringen von Informationen in das Modell, die nicht aus den gegebenen Daten stammen, gegen diese Objektivität verstößt. Ein konkretes Beispiel: Der Prior Beta 10, 10 bevorzugt Werte nahe 0 . 5 und wird verwendet, um die Überzeugung auszudrücken, dass der Wahrscheinlichkeitsparameter in der Nähe dieses Wertes liegt. In der realen Welt könnte dies bedeuten, dass der Forscher fast immer auf unverzerrte Münzen gestoßen ist und dieses Wissen in seinem Modell verwenden möchte. Die nachstehende Abbildung zeigt ein Diagramm der Bayes-Schätzung (Mittelwert) in Abhängigkeit vom Stichprobenumfang für den schwach informativen Prior (Beta 1/2, 1/2 ) und einen subjektiven Prior (Beta 10, 10 ) sowie ihre relative Beziehung zueinander und zum MLE und zum Prior-Mittelwert.

Abbildung 22: Bayes-Schätzungen im Vergleich zum Stichprobenumfang bei Verwendung eines schwach-informativen Priors und eines
Subjektive Priorität

Es bleibt jedoch die Frage, wie man einen objektiven Prior wählt. Intuitiv scheint es die objektivste Wahl zu sein, einen konstanten Prior zu wählen. Zum Beispiel im Fall eines Wahrscheinlichkeitsparameters die Gleichverteilung auf 0, 1; im Grunde genommen der Prior ∝ c, eine Konstante. Nehmen wir nun an, dass wir den Mittelwert μ eines Gaußschen N μ, σ mit bekanntem σ schätzen wollen. Wir wollen einen Prior für μ wählen, der objektiv ist. Nach der gleichen Überlegung wählen wir post μ ∝ c. Allerdings ist ∫0 ∞ = ∞, und daher ist dies keine gültige Dichte. Solche Prioritäten werden als unzulässige Prioritäten bezeichnet. Es kann sein, dass selbst bei einem unzulässigen Prior das Posterior eine gültige Dichte ist. Gegeben sind Beobachtungsdaten D = x1, ..., xn aus N μ, σ mit bekanntem σ und unbekanntem μ. Die Likelihood,
xxx
Wählt man einen einheitlichen Prior für μ, Prior μ = 1, so lautet das Posterior
Xxx

Daher ist post θ = N μ x, σn . Mit anderen Worten, das Posterior ist gaußförmig mit Mittelwert x und Varianz σ2/n; eine gültige Dichte! Die Bayes-Schätzung (Mittelwert) ist μBayes = x, was mit der MLE-Schätzung übereinstimmt. Die Verwendung eines einheitlichen (objektiven) Priors führte dazu, dass die Bayes-Schätzung mit der frequentistischen Schätzung übereinstimmte. Dies sollte uns nicht überraschen. Die einzige Informationsquelle bei einem einheitlichen Prior sind die Daten.
Mit dem einheitlichen Prior für den Mittelwert im Gauß-Modell hat alles gut funktioniert. Aber die Dinge könnten schief gehen. Kehren wir zum Bernoulli-Modell π mit unbekanntem π zurück. Wenn wir einen einheitlichen Prior für π verwenden, erhalten wir post π = Beta π Σxi + 1, n + 1 und die Bayes-Schätzung (Mittelwert)
ist πBayes =
Σxi + 1
n + 1 , nicht allzu weit von der MLE-Schätzung πMLE =
Σxi
n , des frequentistischen Ansatzes.

Eine eng mit der Wahrscheinlichkeit π verbundene Größe ist die Quote: π 1 - π. Sie vergleicht die Erfolgswahrscheinlichkeit mit der Misserfolgswahrscheinlichkeit. Die log-odds ist der natürliche Logarithmus dieser Größe: log π 1 - π . Beachten Sie, dass die Transformation ϕ = log π 1 - π eineindeutig ist. Wenn wir bezüglich π objektiv sein wollen, dann sollten wir auch bezüglich des log-odds-Parameters ϕ objektiv sein. Die Verwendung eines flachen Priors, Prior π = 1, führt jedoch zu einer Dichte für ϕ, die nicht flach ist:
xxx
Dies ist ein Widerspruch! Wenn wir davon ausgehen, dass wir keine Informationen über den interessierenden Parameter haben und einen flachen Prior wählen, dann muss jede Transformation dieses Parameters ebenfalls einen flachen Prior haben. Andernfalls kodiert die Transformation fälschlicherweise einige Informationen. Anders ausgedrückt: Wenn wir einen Prior für einen Parameter wählen, der einen gewissen Grad an Objektivität aufweist, dann möchten wir, dass jeder transformierte Parameter den gleichen Grad an Objektivität aufweist, d. h. die gleiche Verteilung. Diese Eigenschaft wird als Transformationsinvarianz bezeichnet. Harold Jeffrey hat eine Regel entwickelt, die schwach informative (fast objektive) Prioritäten erzeugt, die transformationsinvariant sind. Diese Regel basiert auf der Fisher-Information, einer Methode zur Quantifizierung der Informationen, die eine Zufallsvariable über einen Parameter von Interesse liefert. Formal wird die Fisher-Information eines Parameters θ mit I θ bezeichnet und ist definiert durch
xxx
wobei die Ableitungen in Bezug auf den Parameter θ und der Erwartungswert in Bezug auf die Verteilung der Daten stehen. Der Jeffrey-Prior ist definiert durch priorJ θ = I θ .

Beispiel 3.2.1
X sei Bernoulli π mit unbekanntem π. Verwenden Sie die Log-Likelihood-Funktion
Xxx
um Jeffreys Prior zu finden.
Lösung
Wir beginnen mit der Berechnung der ersten und zweiten Ableitung nach π. Zunächst sei daran erinnert, dass die Ableitung des (natürlichen) Logarithmus die Kehrwertfunktion ist. Mit anderen Worten: d dulogu = 1u. Daraus ergibt sich, dass die Ableitung von Xlogπ d dπ Xlogπ = Xπ ist. Wenn das Argument des Logarithmus selbst eine Funktion der unabhängigen Variablen ist, dann ist seine Ableitung auch
d
du log g u = g′ u
g u . Aus dieser Tatsache ergibt sich, dass d
dπ 1 - X log 1 - π = 1 - X
1 - π . - 1 .
Aus diesen Ergebnissen ergibt sich die Ableitung der Log-Wahrscheinlichkeit
Xxx
Erinnern wir uns daran, dass die Ableitung einer Potenzfunktion nach der Potenzregel erfolgt. Wenn n ≠ 1, dann
d
duun = nun - 1. Daher haben wir d
dπ
Xπ
= - X
π2 . Wenn der Faktor in einer Potenzfunktion selbst eine Funktion der unabhängigen Variablen ist, müssen wir die Kettenregel anwenden:
d
gegraben u
n - 1
= ng u
n - 1
. dg
du. Daher ist d
dπ
1 - X
1 - π = - 1 . 1 - X
1 - π 2 . Mit diesen Ergebnissen ist die zweite Ableitung der Log-Likelihood-Funktion
xxx
Die Fisher-Informationen lauten
Xxx
Unter Verwendung der Jeffrey-Regel ergibt sich schließlich Jeffreys Prior durch
Xxx
In diesem Abschnitt haben wir erörtert, wie die Wahl des Priors eine wichtige Rolle bei der Bayes-Schätzung eines interessierenden Parameters spielt. Insbesondere haben wir gesehen, dass Prioren uninformativ (enthalten keine Informationen über den interessierenden Parameter), schwach informativ (enthalten einige Informationen) oder informativ sein können. Darüber hinaus haben wir die Jeffrey-Regel zur Bestimmung einer geeigneten schwach informativen Prior-Verteilung kennen gelernt, die die wünschenswerte Eigenschaft hat, transformationsinvariant zu sein. Das heißt, die durch die Jeffrey-Prior-Verteilung unterstellte Information ist die gleiche wie die durch die entsprechende Verteilung des transformierten Parameters unterstellte Information. Schließlich haben wir auch über konjugierte Prioritäten gesprochen. Dabei handelt es sich um prioritäre Verteilungen, die es ermöglichen, dass das Posterior zur gleichen Familie gehört. Solche Verteilungen werden nur gewählt, weil die daraus resultierende Mathematik einfach ist. Heutzutage, mit der Popularität von Softwarepaketen, sind wir nicht mehr an rein analytische Ergebnisse gebunden und können jeden beliebigen Prior wählen, der die Informationen über den gewünschten Parameter unterstellt.

3.3 Parzenfenster
Parzen-Fenster, auch Parzen-Rosenblatt-Fenster genannt, ist eine Methode zur Schätzung der PDF einer Verteilung aus einer endlichen Stichprobe. Es handelt sich um eine sehr flexible Methode, da sie weder Kenntnisse über die Verteilung noch über ihre Parameter erfordert. Eines der einfachsten visuellen Hilfsmittel zur Schätzung der Form einer Verteilung aus einer endlichen Stichprobe ist die Betrachtung eines Histogramms. Da es sich bei dieser Methode um eine Verallgemeinerung für die Erstellung von Histogrammen handelt, werden wir unsere Diskussion hier beginnen.
Bei einer beobachteten Stichprobe x1, ..., xn möchten wir unsere Daten in "Bins" mit einer festen Größe einteilen. Eine Möglichkeit, dies zu tun, besteht darin, die Bin-Breite h sowie den kleinsten Wert zu wählen, den das erste Bin enthält. Betrachten wir die beobachtete Stichprobe 1, 1, 2, 2 . 5, 3, 4, 7 . 4 . Angenommen, wir wählen eine Bin-Größe von h = 2. Das erste Bin sollte so gewählt werden, dass es den kleinsten Wert von 1 enthält, also legen wir 0, 2 als erstes Bin fest. Das nächste Bin ist 2, 4 , das nächste Bin ist 4, 6 , und das letzte Bin ist 6, 8 . Wir hören hier auf, weil das letzte Bin den größten Wert in unserer Stichprobe enthält. Als nächstes zählen wir die Anzahl der Datenpunkte, die in die jeweiligen Bins fallen. Aus diesen Zählwerten können wir den Anteil an der Gesamtzahl oder die beobachtete Wahrscheinlichkeit berechnen, indem wir jede Zählung durch den Stichprobenumfang teilen; in diesem Fall ist der Stichprobenumfang 7. Um eine Dichte zu erhalten, teilen wir schließlich die Wahrscheinlichkeit durch den Bin-Umfang. Die folgende Tabelle zeigt diese Werte für unsere beobachtete Stichprobe.

Tabelle 10: Berechnen eines Dichtehistogramms
	Behälter
	Zählen Sie
	Wahrscheinlichkeit
	Dichte



Die Parzen-Fenstermethode kann als eine Möglichkeit betrachtet werden, ein "glattes" Histogramm zu konstruieren. Die folgende Abbildung zeigt das von uns berechnete Histogramm zusammen mit einer Dichteschätzung unter Verwendung des Parzen-Fensters (Kernel-Dichteschätzung).

Abbildung 23: Dichtehistogramm und Kernel-Dichte-Schätzung

Die Parzen-Fenstermethode approximiert die Dichte der Verteilung anhand einer endlichen Stichprobe x1, ..., xn nach der Formel
f x = 1
nhΣ
i = 1
n
K
x - xi
h
wobei K . eine nicht-negative Funktion ist, die als Kernel bezeichnet wird, und h > 0 eine Zahl ist, die als Bandbreite oder Fenstergröße bezeichnet wird. In der Praxis wird die Kernel-Funktion K so gewählt, dass sie eine gültige PDF ist. Eine gängige Wahl ist die Gaußsche Standard-PDF, K = ϕ, wobei
xxx
Mit diesem Kernel ist die Schätzung der Dichte anhand der Stichprobendaten gegeben durch
xxx

Beispiel 3.3.1
Geben Sie die Kernel-Dichte-Schätzung für die Stichprobendaten 1, 1, 2, 2 . 5, 3, 4, 7 . 4 unter Verwendung des Gaußschen Kerns mit der Fenstergröße h = 1.
Lösung
Nach der obigen Gleichung ergibt sich
Xxx
Die Abbildung "Dichtehistogramm und Kernel-Dichte-Schätzung" enthält das Diagramm dieser Funktion. Mit dieser Methode erhalten wir eine ungefähre Dichtefunktion aus den Beispieldaten. Wenn der verwendete Kernel eine gültige PDF ist, dann ist auch diese Dichtefunktion eine gültige PDF, d. h. sie ist normalisiert: ∫ℝ f x dx = 1. Sobald wir diese approximative PDF haben, können wir alles berechnen, was wir auch mit jeder anderen PDF berechnen würden. Zum Beispiel können wir Wahrscheinlichkeiten wie ℙ X < 3 = ∫-∞ 3 f x dx berechnen. Man könnte auch Momente berechnen, zum Beispiel den Mittelwert E X = ∫ℝxf x dx. Die Fenstergröße (Bandbreite), h, beeinflusst die Variabilität der geschätzten Dichtefunktion. Wenn h klein ist, hat f eine größere Variabilität. Wenn h groß ist, ist das f glatter und hat weniger Variabilität. Sehen Sie sich die folgende Abbildung an, in der die Dichtefunktion unter Verwendung einer Gaußschen Kernel-Funktion für verschiedene Fenstergrößen geschätzt wird.

Abbildung 24: Gaußsche Kernel-Dichte-Schätzung mit verschiedenen Fenstergrößen

Der Gauß-Kernel ist nur eine Möglichkeit der Kernel-Dichte-Schätzung. Obwohl er sehr beliebt ist, gibt es auch andere häufig verwendete Kernel. Dazu gehören der exponentielle, der lineare und der Kosinus-Kernel. Einschließlich des Gauß-Kerns sind diese vier in der folgenden Tabelle und Abbildung zusammengefasst.

Tabelle 11: Vier Kerne
	Name
	Funktion

	Gaußscher
	

	Exponential
	

	Linear
	

	Kosinus
	



In der Regel hängt die Wahl des Kerns und der Fenstergröße für ein bestimmtes Problem vom Datensatz ab. Die folgenden Abbildungen zeigen unsere Kernel-Dichte-Schätzungen unter Verwendung der vier gängigen Kernel-Funktionen.

Abbildung 25: Diagramme der vier gängigen Kernel

Abbildung 26: Kernel-Dichte-Schätzungen mit vier gängigen Kerneln

Als erste Einführung in nichtparametrische Verfahren haben wir Parzen-Fenster besprochen. Mit dieser Technik können wir die Wahrscheinlichkeitsdichtefunktion nur anhand der Daten schätzen. Die Qualität der sich daraus ergebenden approximativen Wahrscheinlichkeitsdichte hängt in hohem Maße von der Wahl des Kernels (linear, exponentiell, Guassianisch usw.) sowie von der Wahl der Fenstergröße ab.

3.4 K-Nächste-Nachbarn
K-nearest neighbors (k-NN) hat zwei Hauptanwendungen. In diesem Abschnitt werden wir beide diskutieren. Die erste Anwendung betrifft die Klassifizierung. Der k-NN-Ansatz zur Klassifizierung eines neuen, nicht klassifizierten Datenpunkts besteht darin, die k nächstgelegenen Datenpunkte aus den gesehenen (klassifizierten) Daten (die Nachbarn) zu finden und dann die Klasse zu wählen, die am beliebtesten ist. Die zweite Anwendung von k-NN ist ein Werkzeug zur Annäherung der Wahrscheinlichkeitsdichte direkt aus den Daten. Es handelt sich also um eine nichtparametrische Technik, die den Parzen-Fenstern aus Abschnitt 3.3 sehr ähnlich ist. Das Problem, das wir zunächst erörtern werden, besteht darin, wie ein neuer (ungesehener) Datenpunkt x auf der Grundlage anderer Datenpunkte, deren Klassen wir bereits kennen, in eine von zwei Klassen, c1 oder c2, eingeordnet werden kann. Die folgende Tabelle zeigt zehn Datenpunkte und ihre jeweiligen Klassen.

Tabelle 12: Datenpunkte und Klassen

Die folgende Abbildung zeigt eine Darstellung dieser Daten. Punkte aus verschiedenen Klassen haben unterschiedliche Farben.

Abbildung 27: Datenpunkte und ihre Klassen

Angenommen, wir erhalten einen neuen Datenpunkt: x = - 1 . 1. Sollen wir ihn als Klasse 1 oder Klasse 2 klassifizieren? Eine Möglichkeit, dies zu tun, besteht darin, seinen "nächsten Nachbarn" zu betrachten, d. h. den Punkt im Datensatz, der ihm am nächsten ist. Berechnet man den Abstand von x = - 1 . 1 zu jedem Punkt des Datensatzes, so ist der Punkt mit dem geringsten Abstand (der Punkt, der x = - 1 . 1 am nächsten liegt) -1 . 7 und gehört zur Klasse 1. Daher ordnen wir unseren Punkt auf der Grundlage dieses 1 nächsten Nachbarn der Klasse 1 zu. Betrachten wir nun einen anderen Punkt, x = 1, so ist der nächste Nachbar dieses Punktes 0,3, und dieser Punkt gehört zur Klasse 2; daher würden wir den neuen Punkt x = 1 der Klasse 2 zuordnen. In ähnlicher Weise würden wir x = 0 . 14 der Klasse 2 zuordnen; sein nächster Nachbar, 0, gehört zu Klasse 2. Was wir soeben beschrieben haben, ist die Methode der Klassifizierung mit 1-NN, one-nearest-neighbor. Die folgende Abbildung zeigt drei Diagramme, von denen jedes unseren Datensatz zusammen mit den drei "Testpunkten" enthält, die wir klassifizieren wollten. Der eingekreiste Datenpunkt ist derjenige, der dem Testpunkt am nächsten liegt.

Abbildung 28: Beispiel für eine Zwei-Klassen-Klassifikation mit 1-NN mit skalaren Datenpunkten

Anstatt nur einen engsten Nachbarn zu verwenden, nehmen wir nun die drei engsten Nachbarn, 3- NN. Die drei nächstgelegenen Punkte für x = - 1 . 1 sind - . 7, - 0 . 6, - 1 . 7 und alle diese Punkte gehören zur Klasse 1. Wenn wir also diese 3 Nachbarn berücksichtigen, "stimmen" sie alle für die Klasse 1, und wir würden unseren Testpunkt dieser Klasse zuordnen. Betrachten wir nun den zweiten Testpunkt, x = 1, die drei nächstgelegenen Punkte (Nachbarn) sind 0 . 4, 0 . 3, 0 . 8 . Die ersten beiden würden für ihre Klasse, die Klasse 2, stimmen, der letzte Punkt für die Klasse 1. Bei einem Mehrheitsvotum würde dieser Datenpunkt x = 1 als Klasse 2 eingestuft werden. Die folgende Abbildung zeigt drei Diagramme, von denen jedes unseren Datensatz zusammen mit den drei "Testpunkten" enthält, die wir klassifizieren wollten. Die drei eingekreisten Datenpunkte in jedem Diagramm sind die, die dem Testpunkt am nächsten liegen.

Abbildung 29: Beispiel für eine Zwei-Klassen-Klassifikation mit 3-NN mit skalaren Datenpunkten

Im Extremfall können wir den 10-NN-Klassifikator betrachten, der alle Datenpunkte verwendet. Da 6 der 10 Punkte zur Klasse 2 gehören, würde der 10-NN-Klassifikator jeden neuen Testpunkt immer der Klasse 2 zuordnen. Wir betrachten den anderen Extremfall des 1-NN-Klassifikators. Diese beiden Extremfälle sind in der Anwendung nicht sehr gut. Wenn zu viele Nachbarn verwendet werden, werden Informationen für Datenpunkte verwendet, die möglicherweise zu weit entfernt sind, wodurch die Idee der lokalisierten Informationen beeinträchtigt wird. Andererseits ist die Verwendung von zu wenigen Nachbarn auch nicht ideal, da sie nur einen sehr kleinen Teil der Nachbarschaft der Datenpunkte nutzt. In der Praxis gibt es einige Standardverfahren zur Auswahl der idealen Anzahl von Nachbarn, dem k in k-NN. Wir werden eine dieser Möglichkeiten erörtern: die Kreuzvalidierung. Bevor wir die Kreuzvalidierung besprechen, betrachten wir einen zweidimensionalen Datensatz, bei dem jeder Punkt ein Zahlenpaar ist, wobei jedes Paar zu einer von zwei Klassen gehört. Die folgende Tabelle zeigt den Datensatz, den wir verwenden werden.

Tabelle 13: Zweidimensionale Daten in zwei Klassen
	Punkt
	Klasse



Bei einem Testpunkt x = - 1, 1 berechnen wir die Abstände zu allen Datenpunkten mit di = x - xi für i = 1, ..., 10 und ordnen dann vom kleinsten zum größten Punkt: d 1 ≤ d 2 ≤ ⋯ ≤ d 10 . Der 1-NN-Klassifikator würde die Klasse von x 1 wählen. Der 3-NN-Klassifikator würde sich für die Mehrheit der Klassenetiketten von x 1 , x 2 , x 3 entscheiden. Für den gegebenen Testpunkt sind die drei nächstgelegenen Abstände d 1 = 1 . 72 entsprechend x 1 = x6 = 0 . 4, 2 , d 2 = 1 . 84 entsprechend x 2 = x5 = 0 . 3, - 0 . 3 , und d 3 = 2 . 04 entsprechend x 3 = x3 = - 0 . 6, - 1 . 0 . Die drei Datenpunkte gehören zur Klasse 2. Daher würde der 3-NN (und 1-NN) diesen Datenpunkt der Klasse 2 zuordnen. Die folgende Abbildung zeigt drei Diagramme, die jeweils den Datensatz, einen Testpunkt und die drei nächsten Nachbarn enthalten.

Abbildung 30: Beispiel für eine Zwei-Klassen-Klassifikation mit 3-NN mit zweidimensionalen
Datenpunkte

Nachdem wir nun einige einfache Beispiele für k-NNs gesehen haben, wollen wir eine Notation einführen, um unsere Diskussion zu formalisieren. Der gegebene Datensatz wird mit D = x1, y1 ..., xn, yn bezeichnet, wobei xi ∈ ℝd und yi ∈ 1, ...,C für i = 1,...n. In diesem Aufbau ist jeder Datenpunkt ein Paar, das aus einem Punkt im d-dimensionalen Raum und einer ganzen Zahl besteht, die die Klasse dieses Datenpunkts bezeichnet. Im allgemeinsten Fall betrachten wir C Klassen. In der obigen Diskussion haben wir mit einem binären Klassifizierungsproblem gearbeitet, bei dem C = 2, in diesem Fall yi ∈ 1, 2 . Bei einem Testpunkt x ∈ ℝd ordnet der k-NN-Klassifikator die wahrscheinlichste (mehrheitlich gewählte) Klasse unter den k nächsten Nachbarn von x zu. Wir bezeichnen die k nächsten Nachbarn von x mit N x . Dann bezeichnen wir mit N1 x die Datenpunkte in N x , die zur Klasse 1 gehören, und N2 x , die Datenpunkte, die zur Klasse 2 gehören. Unter Verwendung dieser Schreibweise ist die x, y x zugeordnete Klasse
gegeben durch y x :=argmax
c
Nc x
N x = argmax
c
Nc x
k
wobei Nc x die Anzahl der Elemente in der Menge Nc x ist. Mit anderen Worten: N1 x gibt die Anzahl der Elemente in den k nächstgelegenen Datenpunkten an, die der Klasse 1 zugeordnet sind. Diese Definition von y x entspricht genau derjenigen, die wir für die numerischen Beispiele zu Beginn dieses Abschnitts verwendet haben. Die einem Datenpunkt x zugewiesene Klasse ist diejenige, die unter den betrachteten Nachbarn den höchsten Anteil aufweist.
Eine weitere Anwendung der hier vorgestellten Ideen kann verwendet werden, um die Dichte der Verteilung, aus der eine Zufallsstichprobe gezogen wird, zu approximieren. Bei einer Zufallsstichprobe x1, ..., xn der Größe n definieren wir den k-NN-Radius rk x eines Punktes x als den k-ten größten Abstand unter den Abständen zwischen x und jedem der Stichprobenpunkte. Wie zuvor sei di = x - xi , der Abstand zwischen xi und x für i = 1, ..., n. Ordnen Sie diese Abstände in nicht abnehmender Reihenfolge: d 1 ≤ d 2 ≤ ⋯ ≤ d n . Mit dieser Schreibweise ist der k-NN-Radius rk x = d k . Die geschätzte Dichte von x ist gegeben durch
xxx
Der Grund für diese Formel ist, dass 2rk x das Volumen der 1-dimensionalen Kugel mit dem Mittelpunkt x und dem Radius rk x ist. Diese Kugel enthält k der n Stichprobenpunkte, daher der Faktor k/n. Die folgende Abbildung zeigt die Beispieldaten zusammen mit den Abständen zum Punkt x = 0 . 5.

Tabelle 14: Stichprobendaten und Abstand zu einem gegebenen Punkt: 0,5
	Muster

	Entfernungen



Wenn wir die Abstände ordnen, haben wir 0 . 1, 0 . 2, 0 . 3, 0 . 5, 1 . 1, 1 . 2, 1 . 4, 1 . 6, 1 . 8, 2 . 2 .
Mit k = 3 ergibt sich nun rk x = r3 0 . 5 = 0 . 3, der drittgrößte Abstand. Der Schätzwert für die Dichte ist somit gegeben durch f k x = f 3 0 . 5 = 3
2 . 10 . 0 . 3 = 0 . 5. Nun wollen wir sehen, was wir mit einem anderen Wert von k erhalten. Mit k = 5 haben wir r5 0 . 5 = 1 . 1, also
f 5 0 . 5 = 5 2 . 10 . 1 . 1 ≈ 0 . 227. In der folgenden Abbildung ist rk x für diese Beispieldaten mit x = 0 . 5 und k = 3, 5. Die halbtransparente (rosa) durchgezogene Linie zeigt die eindimensionale Kugel mit dem Mittelpunkt x und dem Radius rk x . Der Radius ist als gestrichelte Linie dargestellt, die den Punkt x mit dem k-ten am weitesten entfernten Punkt verbindet. Die eingekreisten Datenpunkte liegen in der Kugel.

Abbildung 31: Veranschaulichung des k-NN-Radius für k = 3 und k =5

Die folgende Abbildung zeigt Schätzungen der Dichte, die mit dem k-NN-Ansatz mit verschiedenen Werten von k geschätzt wurden, zusammen mit dem Histogramm der Daten.

Abbildung 32: Dichteschätzungen für eine kleine Stichprobe unter Verwendung von KNN für verschiedene Werte von k

Schließlich zeigen wir, wie die k-NN-Schätzungen der PDF bei größeren Stichproben funktionieren. Wir erzeugen n = 1000 Beobachtungen aus einer Gaußschen Standardverteilung N 0, 1 und berechnen die k-NN-Schätzung f k x für -3 ≤ x ≤ 3 für k = 10, 50 und 100. Die Abbildung unten zeigt die Graphen der wahren PDF, ein Histogramm der Daten und die k-NN-Schätzung für diese verschiedenen k.

Abbildung 33: KNN PDF-Schätzung für eine Standard-Gauß-Stichprobe von 1000 Punkten

Zur weiteren Veranschaulichung erzeugen wir n = 5000 Beobachtungen aus einer Exponentialverteilung mit einer Rate λ = 1/3, also Exponential 1/3 . Die k-NN-Schätzung f k x wird für 0 ≤ x ≤ 10 für k = 50, 250 und 500 berechnet. Die folgende Abbildung zeigt die Graphen der wahren PDF, ein Histogramm der Daten und die k-NN-Schätzung für diese verschiedenen k.

Abbildung 34: KNN-PDF-Schätzung für eine Exponentialstichprobe von 1000 Punkten

Bei beiden großen Stichprobenschätzungen der PDF unter Verwendung von k-NN ist zu beachten, dass f k bei kleinen Werten von k ziemlich verrauscht ist und bei größeren k weniger verrauscht ist. Ein Vorteil dieses Ansatzes zur Schätzung einer PDF ist, dass er leicht auf höherdimensionale Daten erweitert werden kann. Wenn unsere Daten beispielsweise zweidimensional sind, erhalten wir durch Ersetzen des Faktors 2rk x durch πrk x, y 2 die Schätzung f k x, y für die gemeinsame PDF f x, y . Bei dreidimensionalen Daten können wir den Faktor 2rk x durch 4π 3 rk x, y, z3 ersetzen und erhalten damit die Schätzung f k x, y, z für die gemeinsame PDF f x, y, z .
In diesem Abschnitt haben wir das Konzept der Verwendung von k-nahen Nachbarn als Klassifizierungsverfahren und als Dichteschätzverfahren erörtert. Im ersten Fall haben wir gesehen, wie neue, nicht klassifizierte Daten anhand der Informationen der nächstgelegenen Datenpunkte, deren Klassen wir kennen, klassifiziert werden können. Indem wir diese Idee auf die Dichteschätzung übertragen, haben wir gesehen, wie man die Idee von k-NN anwenden kann, um die Dichte punktweise aus beobachteten Daten zu schätzen. Genau wie bei den Parzen-Fenstern handelt es sich bei der k-NN um ein nichtparametrisches Verfahren. Es wird nicht versucht, Parameter mit einer bestimmten Familie von Verteilungen zu schätzen. Im Gegensatz zu Parzen-Fenstern ermöglicht die Methode eine nicht fixe Fenstergröße, da diese durch den Radius rk der Daten bestimmt wird. In diesem Sinne ist k-NN eine flexiblere Technik.


Zusammenfassung
In Abschnitt 3.1 haben wir nach einer Überprüfung der relevanten Konzepte aus der Wahrscheinlichkeitsrechnung die Formel von Bayes verwendet, um eine Bayes'sche Behandlung der Parameterschätzung zu entwickeln. Die Schlüsselkonzepte in diesem Abschnitt waren die Prioritätsverteilung, die
Likelihood, Evidenz und die Posterior-Verteilung. Der Hauptunterschied zwischen der frequentistischen Statistik und der Bayes'schen Statistik besteht darin, dass in der Bayes'schen Statistik der unbekannte Parameter von Interesse als Zufallsvariable behandelt wird. Unsere Überzeugungen über diesen Parameter sind in einer gewählten Prior-Verteilung kodiert. In Anbetracht einiger beobachteter Daten können wir diese Verteilung mit Hilfe der Beziehung posterior = likelihood Å~ prior /evidence aktualisieren, um eine posteriore Verteilung des Parameters zu erhalten. Aus dieser Verteilung können wir den Mittelwert oder Modus verwenden, um eine Bayes-Schätzung des Zielparameters zu erhalten. Die Bayes-Schätzung hängt von der gewählten Prior-Verteilung ab. Im Abschnitt
3.2 haben wir einige Möglichkeiten erörtert, wie die Prioritätsverteilung gewählt werden kann. Insbesondere haben wir zwischen uninformativen, schwach informativen und informativen Prioren unterschieden. Ein wichtiger Typ von Prioren ist derjenige, der sich aus der Jeffrey'schen Regel ergibt. Eine Regel, die es uns ermöglicht, einen uninformativen oder schwach informativen Prior zu finden, der gegenüber einer (umkehrbaren) Transformation des Parameters invariant ist.
In den Abschnitten 3.3 und 3.4 haben wir zwei nicht-parametrische Verfahren vorgestellt. Parametrische Verfahren setzen voraus, dass eine Verteilungsfamilie angenommen wird. Unser Ziel ist es, den Parameter (oder die Parameter) zu approximieren, die am besten zu den beobachteten Daten passen. Im Gegensatz dazu machen nicht-parametrische Verfahren keine Annahmen über die zugrunde liegende Verteilung, aus der die Daten generiert wurden. Stattdessen versuchen wir, die Wahrscheinlichkeitsdichtefunktion allein auf der Grundlage der Daten direkt zu modellieren. In Abschnitt 3.3 haben wir Parzen-Fenster besprochen. Hier müssen wir den Kernel und die Fenstergröße wählen. Wir haben erörtert, wie sich die unterschiedliche Wahl des Kernels und der Fenstergröße auf den Charakter der resultierenden approximativen PDF auswirkt. In Abschnitt 3.4 haben wir zunächst kurz k-nearest neighbours als eine Technik zur Lösung von Klassifizierungsproblemen vorgestellt. Der Abschnitt endete mit einer Anpassung von k-NN für die Approximation von PDFs. Im Gegensatz zu Parzen-Fenstern müssen wir keinen Kernel wählen, und die Technik von k-NN wählt automatisch eine variierende Fenstergröße, indem sie die relevante "Radius"-Menge direkt aus den Daten berechnet.
